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Caṕıtulo 1

Introdução à Modelagem de

Credit Scoring

A partir de 1933, ano da publicação do primeiro volume da re-
vista Econometrica, intensificou-se o desenvolvimento de métodos es-
tat́ısticos para, dentre outros objetivos, testar teorias econômicas, avaliar
e implementar poĺıticas comerciais, estimar relações econômicas e dar su-
porte à concessão de crédito.

Os primeiros modelos de Credit Scoring foram desenvolvidos en-
tre os anos 40 e 50 e a metodologia básica, aplicada a esse tipo de pro-
blema, era orientada por métodos de discriminação produzidos por Fisher
(1936). Podemos dizer que foi de Durand (1941) o primeiro trabalho co-
nhecido que utilizou análise discriminante para um problema de crédito,
em que as técnicas desenvolvidas por Fisher foram empregadas para dis-
criminar bons e maus empréstimos.

Henry Markowitz (Markowitz, 1952) foi um dos pioneiros na
criação de um modelo estat́ıstico para o uso financeiro, o qual foi uti-
lizado para medir o efeito da diversificação no risco total de uma carteira
de ativos.

Fischer Black e Myron Scholes (Black & Scholes, 1973) desenvol-
veram um modelo clássico para a precificação de uma opção, uma das
mais importantes fórmulas usadas no mercado financeiro.

Diretores do Citicorp, em 1984, lançaram o livro Risco e Recom-
pensa: O Negócio de Crédito ao Consumidor, com as primeiras menções
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Introdução à Modelagem de Credit Scoring

ao modelo de Credit Scoring, que é um tipo de modelo de escore, baseado
em dados cadastrais dos clientes, e é utilizado nas decisões de aceitação
de proponentes a créditos; ao modelo de Behaviour Scoring, que é um
modelo de escore, baseado em dados transacionais, utilizado nas decisões
de manutenção ou renovação de linhas e produtos para os já clientes e ao
modelo Collection Scoring, que é também um modelo de escore, baseado
em dados transacionais de clientes inadimplentes, utilizado nas decisões
de priorização de estratégias de cobranças. Estes e vários outros mo-
delos são utilizados como uma das principais ferramentas de suporte à
concessão de crédito em inúmeras instituições financeiras no mundo.

Na realidade, os modelos estat́ısticos passaram a ser um impor-
tante instrumento para ajudar os gestores de risco, gestores de fundos,
bancos de investimento, gestores de créditos e gestores de cobrança a
tomarem decisões corretas e, por esta razão, as instituições financeiras
passaram a aprimorá-los continuamente. Em especial, a concessão de
crédito ganhou força na rentabilidade das empresas do setor financeiro,
se tornando uma das principais fontes de receita e, por isso, rapidamente,
este setor percebeu a necessidade de se aumentar o volume de recursos
concedidos sem perder a agilidade e a qualidade dos empréstimos, e nesse
ponto a contribuição da modelagem estat́ıstica foi essencial.

Diferentes tipos de modelos são utilizados no problema de crédito,
com o intuito de alcançar melhorias na redução do risco e/ou no aumento
da rentabilidade. Entre os quais, podemos citar, a regressão loǵıstica e
linear, análise de sobrevivência, redes probabiĺısticas, árvores de classi-
ficação, algoritmos genéticos e redes neurais. Neste livro tratamos de
diferentes problemas presentes na construção de modelos de regressão
loǵıstica para Credit Scoring e sugerimos metodologias estat́ısticas para
resolvê-los. Além disso, apresentamos metodologias alternativas de análise
de sobrevivência e redes probabiĺısticas.

O processo de desenvolvimento de um modelo de crédito envolve
várias etapas, entre as quais Planejamento Amostral, Determinação da
Pontuação de Escore e Validação e Comparação de Modelos. Apresenta-
mos nas próximas seções discussões sobre algumas destas etapas.
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Introdução à Modelagem de Credit Scoring

1.1 Etapas de Desenvolvimento

O desenvolvimento de um modelo de Credit Scoring consiste, de
uma forma geral, em determinar uma função das variáveis cadastrais
dos clientes que possa auxiliar na tomada de decisão para aprovação de
crédito, envolvendo cartões de créditos, cheque especial, atribuição de
limite, financiamento de véıculo, imobiliário e varejo.

Normalmente esses modelos são desenvolvidos a partir de ba-
ses históricas de performance de crédito dos clientes e também de in-
formações pertinentes ao produto. O desenvolvimento de um modelo de
Credit Scoring (Sicsú, 1998) compreende nas seguintes etapas:

i) Planejamento e definições;

ii) Identificação de variáveis potenciais;

iii) Planejamento amostral;

iv) Determinação do escore: aplicação da metodologia estat́ıstica;

v) Validação e verificação de performance do modelo estat́ıstico;

vi) Determinação do ponto de corte ou faixas de escore;

vii) Determinação de regra de decisão.

As etapas iii), iv) e v), por estarem associadas à modelagem, são
apresentadas com mais detalhes nas próximas seções.

1.2 Planejamento Amostral

Para a obtenção da amostra, na construção de um modelo de
Credit Scoring, é importante que definições como, para qual produto ou
famı́lia de produtos e para qual ou quais mercados o modelo será desen-
volvido, sejam levadas em consideração. A base de dados utilizada para
a construção de um modelo é formada por clientes cujos créditos foram
concedidos e seus desempenhos foram observados durante um peŕıodo de
tempo no passado. Esse passado, cujas informações são retiradas, deve
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ser o mais recente posśıvel a fim de que não se trabalhe com operações
de crédito remotas que não sejam representativas da realidade atual.

Uma premissa fundamental na construção de modelos de Credit
Scoring, e preditivos em geral, é que a forma como as variáveis cadastrais
se relacionaram com o desempenho de crédito no passado, seja similar
no futuro.

Um fator importante a ser considerado na construção do modelo é
o horizonte de previsão, sendo necessário estabelecer um espaço de tempo
para a previsão do Credit Scoring, ou seja, o intervalo entre a solicitação
do crédito e a classificação como bom ou mau cliente. Esse será também
o intervalo para o qual o modelo permitirá fazer as previsões de quais
indiv́ıduos serão mais ou menos prováveis de se tornarem inadimplentes
ou de serem menos rentáveis. A regra é de 12 a 18 meses, porém na
prática observamos que um intervalo de 12 meses é o mais utilizado.

Thomas et al. (2002) também propõe um peŕıodo de 12 meses
para modelos de Credit Scoring, sugerindo que a taxa de inadimplência
dos clientes das empresas financeiras em função do tempo aumenta no
ińıcio, estabilizando somente após 12 meses. Assim, qualquer horizonte
mais breve do que esse pode não refletir de forma real o percentual de
maus clientes prejudicando uma posśıvel associação entre as caracteŕıs-
ticas dos indiv́ıduos e o evento de interesse modelado, no caso, a ina-
dimplência. Por outro lado, a escolha de um intervalo de tempo muito
longo para o horizonte de previsão também pode não trazer benef́ıcios, fa-
zendo com que a eficácia do modelo diminua, uma vez que, pela distância
temporal, os eventos se tornam pouco correlacionados com potenciais
variáveis cadastrais, normalmente, obtidas no momento da solicitação do
crédito.

O fator tempo tem uma importância fundamental na construção
de modelos preditivos e, de forma geral, tem três importantes etapas,
como mostra a Figura 1.1. O passado é composto pelas operações para
as quais já foram observados os desempenhos de crédito durante um
horizonte de previsão adotado. As informações cadastrais dos clientes
no momento da concessão do crédito, levantadas no passado mais dis-
tante, são utilizadas como variáveis de entrada para o desenvolvimento
do modelo e os dados do passado mais recente, as observações dos de-
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sempenhos de crédito dos clientes, default ou não default, inadimplentes
ou adimplentes, são utilizados para a determinação da variável resposta.

Figura 1.1: Estrutura temporal das informações para construção de mo-
delos preditivos.

É importante ressaltar que as variáveis de entrada para a cons-
trução do modelo sejam baseadas em informações, que necessariamente,
ocorreram antes de qualquer informação utilizada para gerar a variável
resposta de interesse. Se dividirmos o passado em peŕıodos de observação
e desempenho. O peŕıodo de observação compreende o peŕıodo de tempo
no qual são obtidas e observadas as informações potencialmente relevan-
tes para o evento de interesse, ou seja, o peŕıodo em que se constrói
e obtém as variáveis explanatórias. Em um modelo de Credit Scoring
esse peŕıodo compreende na realidade um único instante, sendo o mo-
mento em que um cliente busca obter um produto de crédito, podendo
ser chamado de ponto de observação. O peŕıodo de desempenho é o in-
tervalo de tempo em que é observado a ocorrência ou não do evento de
interesse. Esse peŕıodo corresponde a um intervalo de tempo do mesmo
tamanho do horizonte de previsão adotado para a construção do modelo.
O presente corresponde ao peŕıodo de desenvolvimento do modelo em
que, normalmente, as informações referentes a esse peŕıodo ainda não
estão dispońıveis, uma vez que estão sendo geradas pelos sistemas das
instituições. O futuro é o peŕıodo de tempo para o qual serão feitas as
predições, utilizando-se de informações do presente, do passado e das
relações entre estas, que foram determinadas na construção do modelo.

Um alerta importante é que modelos preditivos, constrúıdos a
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partir de dados históricos, podem se ajustar bem no passado, possuindo
uma boa capacidade preditiva. Porém, o mesmo não ocorre quando apli-
cados a dados mais recentes. A performance desses modelos pode ser
afetada também pela raridade do evento modelado, em que existe difi-
culdade em encontrar indiv́ıduos com o atributo de interesse. No con-
texto de Credit Scoring isso pode ocorrer quando a amostra é selecionada
pontualmente, em um único mês, semana etc, não havendo número de
indiv́ıduos suficientes para encontrar as diferenças de padrões desejadas
entre bons e maus pagadores. Dessa forma, o dimensionamento da amos-
tra é um fator extremamente relevante no desenvolvimento de modelos
de Credit Scoring.

A utilização de um tratamento estat́ıstico formal para determinar
o tamanho da amostra seria complexa, dependendo de vários fatores
como o número e o tipo de variáveis envolvidas no estudo.

Dividir a amostra em duas partes, treinamento (ou desenvol-
vimento) e teste (ou validação), é conveniente e resulta em benef́ıcios
técnicos. Isto é feito para que possamos verificar o desempenho e com-
parar os dispońıveis modelos. É interessante que a amostra seja sufici-
entemente grande de forma que permita uma posśıvel divisão desse tipo.
Porém, sempre que posśıvel, essa divisão jamais deve substituir a va-
lidação de modelos em um conjunto de dados mais recente. Lewis (1994)
sugere que, em geral, amostras com tamanhos menores de 1500 clientes
bons e 1500 maus, podem inviabilizar a construção de modelos com ca-
pacidade preditiva aceitável para um modelo de Credit Scoring, além de
não permitir a sua divisão.

Em grande parte das aplicações de modelagem com variável res-
posta binária, um desbalanceamento significativo, muitas vezes da ordem
de 20 bons para 1 mau, é observado entre o número de bons e maus paga-
dores nas bases de clientes das instituições. Essa situação pode prejudi-
car o desenvolvimento do modelo, uma vez que o número de maus pode
ser muito pequeno e insuficiente para estabelecer perfis com relação às
variáveis explanatórias e também para observar posśıveis diferenças em
relação aos bons cliente. Dessa forma, uma amostragem aleatória sim-
ples nem sempre é indicada para essa situação, sendo necessária a uti-
lização de uma metodologia denominada Oversampling ou State Depen-
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dent, que consiste em aumentar a proporção do evento raro, ou, mesmo
não sendo tão raro, da categoria que menos aparece na amostra. Esta
técnica trabalha com diferentes proporções de cada categoria, sendo co-
nhecida também como amostra aleatória estratificada. Mais detalhes a
respeito da técnica State Dependent são apresentados no Caṕıtulo 2.

Berry & Lino↵ (2000) expressam, em um problema com a variável
resposta assumindo dois resultados posśıveis, a idéia de se ter na amos-
tra de desenvolvimento para a categoria mais rara ou menos frequente
entre 10% e 40% dos indiv́ıduos. Thomas et al. (2002) sugere que as
amostras em um modelo de Credit Scoring tendem a estar em uma pro-
porção de 1:1, de bons e maus clientes, ou algo em torno desse valor.
Uma situação t́ıpica de ocorrer é selecionar todos os maus pagadores
posśıveis juntamente com uma amostra de mesmo tamanho de bons pa-
gadores para o desenvolvimento do modelo. Nos casos em que a variável
resposta de interesse possui distribuição dicotômica extremamente des-
balanceada, algo em torno de 3% ou menos de eventos, comum quando
o evento de interesse é fraude, existem alguns estudos que revelam que o
modelo de regressão loǵıstica usual subestima a probabilidade do evento
de interesse (King & Zeng, 2001). Além disso, os estimadores de máxima
verossimilhança dos parâmetros do modelo de regressão loǵıstica são vi-
ciados nestes casos. O Caṕıtulo 3 apresenta uma metodologia espećıfica
para situação de eventos raros.

A sazonalidade na ocorrência do evento modelado é um outro fa-
tor a ser considerado no planejamento amostral. Por exemplo, a seleção
da amostra envolvendo momentos espećıficos no tempo em que o com-
portamento do evento é at́ıpico, pode afetar e comprometer diretamente
o desempenho do modelo. Outro aspecto não menos importante é com
relação a variabilidade da ocorrência do evento, uma vez que pode estar
sujeito a fatores externos e não-controláveis, como por exemplo a conjun-
tura econômica, que faz com que a seleção da amostra envolva cenários
de não-representatividade da mesma com relação ao evento e assim uma
maior instabilidade do modelo.

Uma alternativa de delineamento amostral que minimiza o efeito
desses fatores descritos, que podem causar instabilidade nos modelos,
é compor a amostra de forma que os clientes possam ser selecionados
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em vários pontos ao longo do tempo, comumente chamado de safras de
clientes. Por exemplo, no contexto de Credit Scoring a escolha de 12
safras ao longo de um ano minimiza consideravelmente a instabilidade
do modelo provocada pelos fatores descritos. A Figura 1.2 mostra um
delineamento com 12 safras para um horizonte de previsão também de
12 meses.

Figura 1.2: Delineamento amostral com horizonte de previsão 12 meses
e 12 safras de clientes.

Por fim, podemos salientar que a definição do delineamento amos-
tral está intimamente relacionado também com o volume de dados his-
tóricos e a estrutura de armazenamento dessas informações encontradas
nas empresas e instituições financeiras, as quais podem permitir ou não
que a modelagem do evento de interesse se aproxime mais ou menos da
realidade observada.

1.2.1 Descrição de um problema - Credit Scoring

Em problemas de Credit Scoring, as informações dispońıveis para
correlacionar com a inadimplência do produto de crédito utilizado são as
próprias caracteŕısticas dos clientes e, algumas vezes, do produto. Dessa
forma, um modelo de Credit Scoring consiste em avaliar quais fatores
estão associados ao risco de crédito dos clientes, assim como a intensidade
e a direção de cada um desses fatores, gerando um escore final, os quais
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potenciais clientes possam ser ordenados e/ou classificados, segundo uma
probabilidade de inadimplência.

Como mencionado, uma situação comum em problemas de Credit
Scoring é a presença do desbalanceamento entre bons e maus clientes.
Considere, por exemplo, uma base constitúıda de 600 mil clientes que
adquiriram um produto de crédito durante 6 meses, envolvendo, assim, 6
safras de clientes, com 594 mil bons e 6 mil maus pagadores. A descrição
das variáveis presentes no conjunto de dados é apresentada na Tabela
1.1. Estas variáveis representam as caracteŕısticas cadastrais dos clientes,
os valores referentes aos créditos concedidos juntamente com um flag
descrevendo seus desempenhos de pagamento nos 12 meses seguintes ao
da concessão do crédito e informação do instante da ocorrência de algum
problema de pagamento do crédito. Essas informações são referentes aos
clientes para os quais já foram observados os desempenhos de pagamento
do crédito adquirido e servirão para a construção dos modelos preditivos a
partir das metodologias regressão loǵıstica e/ou análise de sobrevivência.
Estes modelos serão aplicadas em futuros potenciais clientes, nos quais
serão ordenados segundo uma “probabilidade” de inadimplência e a partir
da qual as poĺıticas de crédito das instituições possam ser definidas.

Na construção dos modelos para este problema, de acordo com a
Figura 1.3, uma amostra de treinamento é selecionada utilizando a meto-
dologia de Oversampling. Isto pode ser feito considerando uma amostra
balanceada com 50% de bons clientes e 50% de maus clientes. A partir
dessa amostra buscamos atender as quantidades mı́nimas sugeridas por
Lewis (1994) de 1.500 indiv́ıduos para cada uma das categorias.

1.3 Determinação da Pontuação de Escore

Uma vez determinado o planejamento amostral e obtidas as in-
formações necessárias para o desenvolvimento do modelo, o próximo
passo é estabelecer qual técnica estat́ıstica ou matemática será utilizada
para a determinação dos escores. Porém, antes disso, alguns tratamentos
exploratórios devem sempre ser realizados para que uma maior familia-
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Tabela 1.1: Variáveis dispońıveis no banco de dados.
Variáveis Descrição

ESTCIVIL Estado civil: solteiro / casado/ divorciado / viúvo

TP CLIENTE Tipo de cliente

SEXO Sexo do cliente: Masc./ Fem.

SIT RESID Residência: própria / alugada

P CARTAO Possui Cartão? (Sim / Não)

IDADE Idade do cliente (em anos)

TEMPORES Tempo de residência (em anos)

TPEMPREG Tempo de empregol (em meses)

TEL COMERC Declarou telefone comercial?

OP CORRESP Correspondência: Residencial / Comercial

COMP RENDA Uso da renda: < 10% / 10%-20% / > 20%;

LIM CRED Valor do Crédito Concedido

CEP COM CEP Comercial (2 posições)

CEP RES CEP Residencial (2 posições)

G PROF Grupo de profissão

REGIAO Região do Cliente

STATUS Flag: Bom ou Mau

TEMPO Tempo até observar o evento inadimplência

rização com os dados possa ser obtida. Isto permite uma melhor definição
da técnica que será utilizada e, consequentemente, um aprimoramento do
desenvolvimento do modelo. Essa análise inicial tem alguns objetivos,
dentre os quais, destacam-se:

• identificação de eventuais inconsistências e presença de outliers ;

• comparação dos comportamentos das covariáveis, no caso de um
Credit Scoring, entre a amostra de bons e maus pagadores, iden-
tificando, assim, potenciais variáveis correlacionadas com o evento
modelado;

• definição de posśıveis transformações de variáveis e a criação de
novas a serem utilizadas nos modelos.
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Figura 1.3: Amostra de Desenvolvimento Balanceada - 50% - bons x
50% maus.

1.3.1 Transformação e seleção de variáveis

Uma prática muito comum, quando se desenvolve modelos de
Credit Scoring, é tratar as variáveis como categóricas, independente da
natureza cont́ınua ou discreta, buscando, sempre que posśıvel, a simpli-
cidade na interpretação dos resultados obtidos. Thomas et al. (2002)
sugere que essa categorização ou reagrupamento deve ser feito tanto
para variáveis originalmente cont́ınuas como para as categóricas. Para as
variáveis de origem categórica, a idéia é que se construa categorias com
números suficientes de indiv́ıduos para que se faça uma análise robusta,
principalmente, quando o número de categorias é originalmente elevado
e, em algumas, a frequência é bastante pequena. As variáveis cont́ınuas,
uma vez transformadas em categorias, ganham com relação a interpreta-
bilidade dos parâmetros. Gruenstein (1998) e Thomas et al. (2002) rela-
tam que esse tipo de transformação nas variáveis cont́ınuas pode trazer
ganhos também no poder preditivo do modelo, principalmente quando a
covariável em questão se relaciona de forma não-linear com o evento de
interesse, como por exemplo, no caso de um Credit Scoring.

Uma forma bastante utilizada para a transformação de variáveis
cont́ınuas em categóricas, ou a recategorização de uma variável discreta,
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é através da técnica CHAID (Chi-Squared Automatic Interaction Detec-
tor), a qual divide a amostra em grupos menores, a partir da associação de
uma ou mais covariáveis com a variável resposta. A criação de categorias
para as covariáveis de natureza cont́ınua ou o reagrupamento das discre-
tas é baseada no teste de associação Qui-Quadrado, buscando a melhor
categorização da amostra com relação a cada uma dessas covariáveis ou
conjunto delas. Estas “novas” covariáveis podem, então, ser utilizadas na
construção dos modelos, sendo ou não selecionadas, por algum método de
seleção de variáveis, para compor o modelo final. Um método de seleção
de variáveis muitas vezes utilizado é o stepwise. Este método permite
determinar um conjunto de variáveis estatisticamente significantes para
a ocorrência de problemas de crédito dos clientes, através de entradas
e sáıdas das variáveis potenciais utilizando o teste da razão de veros-
similhança. Os ńıveis de significância de entrada e sáıda das variáveis
utilizados pelo método stepwise podem ser valores inferiores a 5%, a fim
de que a entrada e a permanência de variáveis “sem efeito prático” sejam
minimizadas. Outro aspecto a ser considerado na seleção de variáveis,
além do critério estat́ıstico, é que a experiência de especialistas da área
de crédito juntamente com o bom senso na interpretação dos parâmetros
sejam, sempre que posśıvel, utilizados.

Na construção de um modelo de Credit Scoring é fundamental
que este seja simples com relação à clareza de sua interpretação e que
ainda mantenha um bom ajuste. Esse fato pode ser um ponto chave
para que ocorra um melhor entendimento, não apenas da área de desen-
volvimento dos modelos como também das demais áreas das empresas,
resultando, assim, no sucesso da utilização dessa ferramenta.

1.3.2 Regressão loǵıstica

Um modelo de regressão loǵıstica, com variável resposta, Y , di-
cotômica, pode ser utilizado para descrever a relação entre a ocorrência
ou não de um evento de interesse e um conjunto de covariáveis. No
contexto de Credit Scoring, o vetor de observações do cliente envolve
seu desempenho credit́ıcio durante um determinado peŕıodo de tempo,
normalmente de 12 meses, um conjunto de caracteŕısticas observadas no
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momento da solicitação do crédito e, às vezes, informações à respeito do
próprio produto de crédito a ser utilizado, como por exemplo, número de
parcelas, finalidade, valor do crédito entre outros.

Aplicando a metodologia apresentada na amostra de treinamento
e adotando um horizonte de previsão de 12 meses, considere como variável
resposta a ocorrência de falta de pagamento, maus clientes, y = 1, den-
tro desse peŕıodo, não importando o momento exato da ocorrência da
inadimplência. Para um cliente que apresentou algum problema de pa-
gamento do crédito no ińıcio desses 12 meses de desempenho, digamos
no 3o mês, e um outro para o qual foi observado no final desse peŕıodo,
no 10o ou 12o, por exemplo, ambos são considerados da mesma forma
como maus pagadores, não importando o tempo decorrido para o acon-
tecimento do evento. Por outro lado, os clientes para os quais não foi
observada a inadimplência, durante os 12 meses do peŕıodo de desempe-
nho do crédito, são considerados como bons pagadores para a construção
do modelo, mesmo aqueles que no 13o mês vierem a apresentar a falta de
pagamento.

É importante ressaltar que adotamos neste livro como evento de
interesse o cliente ser mau pagador. O mercado financeiro, geralmente,
trata como evento de interesse o cliente ser bom pagador.

O modelo ajustado, a partir da amostra de treinamento, utili-
zando a regressão loǵıstica, fornece escores tal que, quanto maior o valor
obtido para os clientes, pior o desempenho de crédito esperado para eles,
uma vez que o mau pagador foi considerado como o evento de interesse.
Como mencionado, é comum no mercado definir como evento de interesse
o bom pagador, de forma que, quanto maior o escore, melhor é o cliente.

O modelo de regressão loǵıstica é determinado pela relação
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pelas p covariadas, x
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, ser um mau pagador. Estas covariáveis
são obtidas através de transformações, como descritas na seção ante-
rior, sendo portanto consideradas e tratadas como dummies. Os valores
utilizados como escores finais dos clientes são obtidos, geralmente, mul-
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tiplicando por 1.000 os valores estimados das probabilidades de sucesso,
p̂
i

.
O modelo final obtido através da regressão loǵıstica para a amos-

tra balanceada encontra-se na Tabela 1.2. No Caṕıtulo 2 apresentamos
uma nova análise de dados em que o modelo de regressão loǵıstica usual,
sem considerar amostras balanceadas, é comparado ao modelo de re-
gressão loǵıstica com seleção de amostras state-dependent.

Tabela 1.2 - Regressão loǵıstica - amostra de treinamento.

O odds ratio, no contexto de Credit Scoring, é uma métrica que
representa o quão mais provável é de se observar a inadimplência, para
um indiv́ıduo em uma categoria espećıfica da covariável em relação a
categoria de referência, analisando os resultados do modelo obtido para
a amostra de treinamento, podemos observar:

- P CARTAO: o fato do cliente já possuir um outro produto
de crédito reduz sensivelmente a chance de apresentar algum problema
de crédito com a instituição financeira. O valor do odds ratio de 0,369
indica que a chance de se observar algum problema para os clientes que
possuem um outro produto de crédito é 36,9% da chance de clientes que
não possuem;

- ESTADO CIVIL=viúvo: essa categoria contribui para o au-
mento da chance de se observar algum problema de inadimplência de
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crédito. O valor 1,36 indica que a chance de ocorrer problema aumenta
em 36% nesta categoria em relação às demais;

- CLI ANT: o fato do cliente já possuir um relacionamento an-
terior com a instituição faz com que chance de ocorrer problema seja
reduzida. O valor do odds ratio de 0,655 indica que a chance de se ob-
servar algum problema para um cliente que já possui um relacionamento
anterior é 65,5% da chance dos que são de primeiro relacionamento;

- IDADE: para essa variável, fica evidenciado que quanto menor
a idade dos clientes maior a chance de inadimplência;

- TEMPO DE EMPREGO: pode-se notar que quanto menor o
tempo que o cliente tem no emprego atual maior a chance de ocorrer
problema de inadimplência;

- TELEFONE COMERCIAL: a declaração do telefone comer-
cial pelos clientes indica uma chance menor de ocorrer problema de ina-
dimplência;

- LIM CRED: essa covariável mostra que quanto menor o valor
concedido maior a chance de inadimplência, sendo que os clientes com
valores abaixo de R$410,00 apresentam cerca de 22,5% a mais de chance
de ocorrer problemas do que aqueles com valores acima desse valor;

- CEP RESIDENCIAL, COMERCIAL e PROFISSÃO: os CEP´s
indicaram algumas regiões de maior chance de problema, o mesmo ocor-
rendo para as profissões.

1.4 Validação e Comparação dos Modelos

Com o modelo de Credit Scoring constrúıdo, surge a seguinte
questão: “Qual a qualidade deste modelo?”. A resposta para essa per-
gunta está relacionada com o quanto o escore produzido pelo modelo
consegue distinguir os eventos bons e maus pagadores, uma vez que de-
sejamos identificar previamente esses grupos e tratá-los de forma distinta
através de diferentes poĺıticas de crédito.

Uma das idéias envolvidas em medir o desempenho dos modelos
está em saber o quão bem estes classificam os clientes. A lógica e a
prática sugerem que a avaliação do modelo na própria amostra, usada
para o seu desenvolvimento, indica resultados melhores do que se testado
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em uma outra amostra, uma vez que o modelo incorpora peculiaridades
inerentes da amostra utilizada para sua construção. Por isso, sugerimos,
quando o tamanho da amostra permitir e sempre que posśıvel, que o
desempenho do modelo seja verificado em uma amostra distinta de seu
desenvolvimento.

No contexto de Credit Scoring, muitas vezes o tamanho da amos-
tra, na ordem de milhares de registros, permite que uma nova amostra
seja obtida para a validação dos modelos. Um aspecto importante na va-
lidação dos modelos é o temporal, em que a situação ideal para se testar
um modelo é a obtenção de amostras mais recentes. Isto permite que
uma medida de desempenho mais próxima da real e atual utilização do
modelo possa ser alcançada.

Em Estat́ıstica existem alguns métodos padrões para descrever
o quanto duas populações são diferentes com relação à alguma carac-
teŕıstica medida e observada. Esses métodos são utilizados no contexto
de Credit Scoring com o objetivo de descrever o quanto os grupos de
bons e maus pagadores são diferentes com relação aos escores produzidos
por um modelo constrúıdo e que necessita ser avaliado. Dessa forma,
esses métodos medem o quão bem os escores separam os dois grupos e
uma medida de separação muito utilizada para avaliar um modelo de
Credit Scoring é a estat́ıstica de Kolmogorov-Smirnov (KS). Os modelos
podem também ser avaliados e comparados através da curva ROC (Re-
ceiver Operating Characteristic), a qual permite comparar o desempenho
de modelos através da escolha de critérios de classificação dos clientes
em bons e maus pagadores, de acordo com a escolha de diferentes pontos
de corte ao longo das amplitudes dos escores observadas para os modelos
obtidos. Porém, muitas vezes o interesse está em avaliar o desempenho
dos modelos em um único ponto de corte escolhido, e assim medidas da
capacidade preditiva dos mesmos podem ser também consideradas.

1.4.1 A estat́ıstica de Kolmogorov-Smirnov (KS)

Essa estat́ıstica tem origem no teste de hipótese não-paramétrico
de Kolmogorov-Smirnov em que se deseja, a partir de duas amostras
retiradas de populações possivelmente distintas, testar se duas funções

16
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de distribuições associadas às duas populações são idênticas ou não.
A estat́ıstica KS mede o quanto estão separadas as funções de

distribuições emṕıricas dos escores dos grupos de bons e maus pagado-
res. Sendo F

B

(e) =
P

x e

F
B

(x) e F
M

(e) =
P

x e

F
M

(x) a função de
distribuição emṕırica dos bons e maus pagadores, respectivamente, a es-
tat́ıstica de Kolmogorov-Smirnov é dada por

KS = máx | F
B

(e)� F
M

(e) |,

em que F
B

(e) e F
M

(e) correspondem às proporções de clientes bons e
maus com escore menor ou igual a e. A estat́ıstica KS é obtida através
da distância máxima entre essas duas proporções acumuladas ao longo
dos escores obtidos pelos modelos, representada na Figura 1.4.

Figura 1.4: Funções distribuições emṕıricas para os bons e maus clientes
e a estat́ıstica KS.

O valor dessa estat́ıstica pode variar de 0% a 100%, sendo que
o valor máximo indica uma separação total dos escores dos bons e maus
clientes e o valor mı́nimo sugere uma sobreposição total das distribuições
dos escores dos dois grupos. Na prática, obviamente, os modelos fornecem
valores intermediários entre esses dois extremos. A representação da
interpretação dessa estat́ıstica pode ser vista na Figura 1.5.
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Figura 1.5: Interpretação da estat́ıstica KS.

O valor médio da estat́ıstica KS para 30 amostras testes com
aproximadamente 200 mil clientes retirados aleatoriamente da base total
de clientes foi 32,26% para a regressão loǵıstica.

No mercado, o KS também é utilizado para verificar se o modelo,
desenvolvido com um público do passado, pode continuar a ser aplicado
para os novos entrantes. Dois diferentes KS são calculados. O KS1
analisa se o perfil dos novos clientes (ou o perfil dos clientes da base de
teste) é semelhante ao perfil dos clientes da base de desenvolvimento do
modelo. Esse ı́ndice é usado para comparar a distribuição acumulada dos
escores dos clientes utilizados para o desenvolvimento do modelo com a
distribuição acumulada dos escores dos novos entrantes (ou dos clientes
da base de teste). Quanto menor o valor do KS1 mais semelhante é o
perfil do público do desenvolvimento com o perfil dos novos clientes. O
KS2 avalia a performance do modelo. Ou seja, mede, para uma dada
safra, a máxima distância entre a distribuição de frequência acumulada
dos bons clientes em relação à distribuição de frequência acumulada dos
maus clientes.

A interpretação do ı́ndice para modelos de Credit Scoring segue,
em algumas instituições, a seguinte regra:
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• KS < 10%: indica que não há discriminação entre os perfis de bons
e maus clientes;

• 10% < KS < 20%: indica que a discriminação é baixa;

• KS > 20%: indica que o modelo discrimina o perfil de bons e maus.

1.4.2 Curva ROC

Os escores obtidos para os modelos de Credit Scoring devem,
normalmente, ser correlacionados com a ocorrência de algum evento de
interesse, como por exemplo, a inadimplência, permitindo assim, fazer
previsões a respeito da ocorrência desse evento para que poĺıticas de
crédito diferenciadas possam ser adotadas pelo ńıvel de escore obtido
para os indiv́ıduos.

Uma forma de se fazer previsões é estabelecer um ponto de corte
no escore produzido pelos modelos. Clientes com valores iguais ou mai-
ores a esse ponto são classificados, por exemplo, como bons e abaixo
desse valor como maus pagadores. Para estabelecer e visualizar o cálculo
dessas medidas podemos utilizar uma tabela 2x2 denominada matriz de
confusão, representada na Figura 1.6

Figura 1.6: Matriz de Confusão.

em que:
n : número total de clientes na amostra;
b
B

: número de bons clientes que foram classificados como Bons
(acerto);
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m
M

: número de maus clientes que foram classificados como Maus
(acerto);

m
B

: número de bons clientes que foram classificados como Maus
(erro);

b
M

: número de maus clientes que foram classificados como Bons
(erro);

B : número total de bons clientes na amostra;
M : número total de maus clientes na amostra;
b : número total de clientes classificados como bons na amostra;
m : número total de clientes classificados como maus na amostra;

Na área médica, duas medidas muito comuns e bastante utiliza-
das são a sensibilidade e a especificidade. Essas medidas, adaptadas ao
contexto de Credit Scoring, considerando o mau cliente como a categoria
de interesse, são definidas da seguinte forma:

Sensibilidade: probabilidade de um indiv́ıduo ser classificado como
mau pagador, dado que realmente é mau;

Especificidade: probabilidade de um indiv́ıduo ser classificado como
bom pagador, dado que realmente é bom;

Utilizando as frequências mostradas na matriz de confusão, te-
mos que a Sensibilidade é dada por mM

M

e a Especificidade por bB
B

.
A curva ROC (Zweig & Campbell, 1993) é constrúıda variando

os pontos de corte, cut-o↵, ao longo da amplitude dos escores fornecidos
pelos modelos, a fim de se obter as diferentes classificações dos indiv́ıduos
e obtendo, consequentemente, os respectivos valores para as medidas
de Sensibilidade e Especificidade para cada ponto de corte estabelecido.
Assim, a curva ROC, ilustrada na Figura 1.7, é obtida tendo no seu
eixo horizontal os valores de (1-Especificidade), ou seja, a proporção de
bons clientes que são classificados como maus clientes pelo modelo, e no
eixo vertical a Sensibilidade, que é a proporção de maus clientes que são
classificados realmente como maus. Uma curva ROC obtida ao longo da
diagonal principal corresponde a uma classificação obtida sem a utilização
de qualquer ferramenta preditiva, ou seja, sem a presença de modelos.
Consequentemente, a curva ROC deve ser interpretada de forma que
quanto mais a curva estiver distante da diagonal principal, melhor o
desempenho do modelo em questão. Esse fato sugere que quanto maior
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for a área entre a curva ROC produzida e a diagonal principal, melhor o
desempenho global do modelo.

Figura 1.7: Exemplos de curva ROC.

Os pontos de corte ao longo dos escores fornecidos pelos mode-
los que apresentam bom poder discriminatório concentram-se no canto
superior esquerdo da curva ROC. A curva ROC apresenta sempre um con-
trabalanço entre a Sensibildade e a Especificidade ao se variar os pontos
de corte ao longo dos escores e pode ser usada para auxiliar na decisão de
determinar o melhor ponto de corte. Em geral, o melhor cut-o↵ ao longo
dos escores produz valores para as medidas de Sensibildade e Especifici-
dade que se localiza no “ombro” da curva, ou próximo desse, ou seja, no
ponto mais a esquerda e superior posśıvel, o qual é obtido considerando
como ponto de corte o escore que fornece a separação máxima no teste
KS. Vale destacar que em problemas de Credit Scoring, normalmente,
critérios financeiros são utilizados na determinação desse melhor ponto,
sendo que valores como o quanto se perde em média ao aprovar um cli-
ente que traz problemas de crédito e também o quanto se deixa de ganhar
ao não aprovar o crédito para um cliente que não traria problemas para
a instituição podem e devem ser considerados.

A partir da curva ROC temos a idéia do desempenho do modelo
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ao longo de toda amplitude dos escores produzidos pelos modelos.

1.4.3 Capacidade de acerto dos modelos

Em um modelo com variável resposta binária, como ocorre nor-
malmente no caso de um Credit Scoring, temos o interesse em classificar
os indiv́ıduos em uma das duas categorias, bons ou maus clientes, e ob-
ter um bom grau de acerto nestas classificações. Como, geralmente, nas
amostras testes, em que os modelos são avaliados, se conhece a resposta
dos clientes em relação a sua condição de crédito, e estabelecendo critérios
para classificar estes clientes em bons e maus, torna-se posśıvel comparar
a classificação obtida com a verdadeira condição credit́ıcia dos clientes.

A forma utilizada para estabelecer a matriz de confusão, Figura
1.6, é determinar um ponto de corte (cuto↵ ) no escore final dos modelos
tal que, indiv́ıduos com pontuação acima desse cuto↵ são classificados
como bons, por exemplo, e abaixo desse valor como maus clientes e com-
parando essa classificação com a situação real de cada indiv́ıduo. Essa
matriz descreve, portanto, uma tabulação cruzada entre a classificação
predita através de um único ponto de corte e a condição real e conhe-
cida de cada indiv́ıduo, em que a diagonal principal representa as clas-
sificações corretas e valores fora dessa diagonal correspondem à erros de
classificação.

A partir da matriz de confusão determinada por um ponto de
corte espećıfico e representada pela Figura 1.6, algumas medidas de ca-
pacidade de acerto dos modelos são definidas a seguir:

• Capacidade de Acerto Total (CAT)= bB+mM
n

• Capacidade de Acerto dos Maus Clientes (CAM)= mM
M

(Especifici-
dade)

• Capacidade de Acerto dos Bons Clientes (CAB)= bB
B

(Sensibili-
dade)

• Valor Preditivo Positivo (VPP)= bB
bB+bM

• Valor Preditivo Negativo (VPN) = mB
mB+mM
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• Prevalência (PVL) = bB+mB
n

• Correlação de Mathews (MCC) = bBmM�bMmBp
(bB+bM )(bB+mB)(mM+bM )(mM+mB)

A Prevalência, proporção de observações propensas a caracte-
ŕıstica de interesse ou a probabilidade de uma observação apresentar a
caracteŕıstica de interesse antes do modelo ser ajustado, é um medida de
extrema importância, principalmente quando tratamos de eventos raros.

A Capacidade de Acerto Total é também conhecida como Acurá-
cia ou Proporção de Acertos de um Modelo de Classificação. Esta medida
também pode ser vista como uma média ponderada da sensibilidade e
da especificidade em relação ao número de observações que apresentam
ou não a caracteŕıstica de interesse de uma determinada população. É
importante ressaltar que a acurácia não é uma medida que deve ser ana-
lisada isoladamente na escolha de um modelo, pois é influenciada pela
sensibilidade, especificidade e prevalência. Além disso, dois modelos com
sensibilidade e especificidade muito diferentes podem produzir valores se-
melhantes de acurácia, se forem aplicados a populações com prevalências
muito diferentes.

Para ilustrar o efeito da prevalência na acurácia de um modelo,
podemos supor uma população que apresente 5% de seus integrantes com
a caracteŕıstica de interesse. Se um modelo classificar todos os indiv́ıduos
como não portadores da caracteŕıstica, temos um percentual de acerto
de 95%, ou seja, a acurácia é alta e o modelo é pouco informativo.

O Valor Preditivo Positivo (VPP) de um modelo é a proporção
de observações representando o evento de interesse dentre os indiv́ıduos
que o modelo identificou como evento. Já o Valor Preditivo Negativo
(VPN) é a proporção de indiv́ıduos que representam não evento dentre
os identificados como não evento pelo modelo. Estas medidas devem
ser interpretadas com cautela, pois sofrem a influência da prevalência
populacional.

Caso as estimativas da sensibilidade e da especificidade sejam
confiáveis, o valor preditivo positivo (VPP) pode ser estimado via Teo-
rema de Bayes, utilizando uma estimativa da prevalência (Linnet, 1998)
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Introdução à Modelagem de Credit Scoring

V PP =
SENS⇥ PVL

SENS⇥ PVL + (1� SPEC)⇥ (1� PVL)
,

com SENS usado para Sensibilidade e SPEC para Especificidade. Da
mesma forma, o valor preditivo negativo (VPN) pode ser estimado por

V PN =
SPEC⇥ (1� PVL)

SPEC⇥ (1� PVL) + SENS⇥ PVL
.

OMCC, proposto por Matthews (1975), é uma medida de desem-
penho que pode ser utilizada no caso de prevalências extremas. É uma
adaptação do Coeficiente de Correlação de Pearson e mede o quanto as
variáveis que indicam a classificação original da resposta de interesse e
a que corresponde a classificação do modelo obtida por meio do ponto
de corte adotado, ambas variáveis assumindo valores 0 e 1, tendem a
apresentar o mesmo sinal de magnitude após serem padronizadas (Baldi
et al., 2000).

O MCC retorna um valor entre -1 e +1. O valor 1 representa
uma previsão perfeita, um acordo total, o valor 0 representa uma pre-
visão completamente aleatória e -1 uma previsão inversa, ou seja, total
desacordo. Observe que o MCC utiliza as 4 medidas apresentadas na
matriz de confusão (b

B

, b
M

,m
B

,m
M

).
O Custo Relativo, baseado em uma medida apresentada em Ben-

sic et al. (2005), é definido por CR = ↵C
1

P
1

+ (1 � ↵)C
2

P
2

, em que ↵
representa a probabilidade de um proponente ser mau pagador, C

1

é
o custo de aceitar um mau pagador, C

2

é o custo de rejeitar um bom
pagador, P

1

é a probabilidade de ocorrer um falso negativo e P
2

é a
probabilidade de ocorrer um falso positivo.

Como na prática não é fácil obter as estimativas de C
1

e C
2

, o
custo é calculado considerando diversas proporções entre C

1

e C
2

, com
a restrição C

1

> C
2

, ou seja, a perda em aceitar um mau pagador é
maior do que o lucro perdido ao rejeitar um bom pagador. Bensic et
al. (2005) considera ↵ como a prevalência amostral, isto é, supõe que
a prevalência de maus pagadores nos portfólios representa a prevalência
real da população de interesse.
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Caṕıtulo 2

Regressão Loǵıstica

Os modelos de regressão são utilizados para estudar e estabe-
lecer uma relação entre uma variável de interesse, denominada variável
resposta, e um conjunto de fatores ou atributos referentes a cada cliente,
geralmente encontrados na proposta de crédito, denominados covariáveis.

No contexto de Credit Scoring, como a variável de interesse é
binária, a regressão loǵıstica é um dos métodos estat́ısticos utilizado com
bastante frequência. Para uma variável resposta dicotômica, o interesse é
modelar a proporção de resposta de uma das duas categorias, em função
das covariáveis. É comum adotarmos o valor 1 para a resposta de maior
interesse, denominada “sucesso”, o qual pode ser utilizado no caso de um
proponente ao crédito ser um bom ou um mau pagador.

Normalmente, quando constrúımos um modelo de Credit Sco-
ring, a amostra de desenvolvimento é formada pela seleção dos clientes
contratados durante um peŕıodo de tempo espećıfico, sendo observado
o desempenho de pagamento desses clientes ao longo de um peŕıodo de
tempo posterior e pré-determinado, correspondente ao horizonte de pre-
visão. Esse tempo é escolhido arbitrariamente entre 12 e 18 meses, sendo
na prática 12 meses o intervalo mais utilizado, como já mencionado no
Caṕıtulo 1, em que a variável resposta de interesse é classificada, por
exemplo, em bons (y = 0) e maus (y = 1) pagadores, de acordo com a
ocorrência ou não de problemas de crédito nesse intervalo. É importante
chamar a atenção que ambos os peŕıodos — de seleção da amostra e de
desempenho de pagamento — estão no passado, portanto a ocorrência
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ou não do evento modelado já deve ter sido observada.
Sejam x = (x

1

, x
2

, . . . , x
k

)0 o vetor de valores de atributos que
caracterizam um cliente e ⇡(x) a proporção demaus pagadores em função
do perfil dos clientes, definido e caracterizado por x. Neste caso, o modelo
loǵıstico é adequado para definir uma relação entre a probabilidade de
um cliente ser mau pagador e um conjunto de fatores ou atributos que
o caracterizam. Esta relação é definida pela função ou transformação
logito dada pela expressão

log

⇢
⇡(x)

1� ⇡(x)

�
= �

0

+ �
1

x
1

+ . . .+ �
k

x
k

,

em que ⇡(x) é definido como

⇡(x) =
exp(�

0

+ �
1

x
1

+ . . .+ �
k

x
k

)

1 + exp(�
0

+ �
1

x
1

+ . . .+ �
k

x
k

)
,

e pode ser interpretado como a probabilidade de um proponente ao
crédito ser um mau pagador dado as caracteŕısticas que possui, repre-
sentadas por x. No caso da atribuição da categoria bom pagador, as
interpretações são análogas.

2.1 Estimação dos Coeficientes

Dada uma amostra de n clientes (y
i

,x
i

), sendo y
i

a variável res-
posta — bons e maus pagadores — e x

i

= (x
i1

, x
i2

, . . . , x
ik

)0, em que
x
i1

, x
i2

, . . . , x
ik

são os valores dos k atributos observados do i-ésimo cli-
ente, i = 1, . . . , n, o ajuste do modelo loǵıstico consiste em estimar os
parâmetros �

j

, j = 1, 2, . . . , k, os quais definem ⇡(x).
Os parâmetros são geralmente estimados pelo método de máxi-

ma verossimilhança (Hosmer & Lemeshow, 2000). Por este método, os
coeficientes são estimados de maneira a maximizar a probabilidade de se
obter o conjunto de dados observados a partir do modelo proposto. Para
o método ser aplicado, primeiramente constrúımos a função de verossimi-
lhança que expressa a probabilidade dos dados observados, como função
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dos parâmetros �
1

, �
2

, . . . , �
k

. A maximização desta função fornece os
estimadores de máxima verossimilhança para os parâmetros.

No modelo de regressão loǵıstica, uma forma conveniente para
expressar a contribuição de um cliente (y

i

,x
i

) para a função de verossi-
milhança é dada por

⇣(x
i

) = ⇡(x
i

)yi [1� ⇡(x
i

)]1�yi . (2.1)

Uma vez que as observações, ou seja, os clientes são considera-
dos independentes, a função de verossimilhança pode ser obtida como
produto dos termos em (2.1)

L(�) =
nY

i=1

⇣(x
i

). (2.2)

A partir do prinćıpio da máxima verossimilhança, os valores das
estimativas para � são aqueles que maximizam a equação (2.2). No
entanto, pela facilidade matemática, trabalhamos com o log dessa ex-
pressão, que é definida como

l(�) = log [L(�)] =
nX

i=1

{y
i

log [⇡(x
i

)] + (1� y
i

) log [1� ⇡(x
i

)]} . (2.3)

Para obtermos os valores de � que maximizam l(�), calculamos a
derivada em relação a cada um dos parâmetros �

1

, . . . , �
k

, sendo obtidas
as seguintes equações

nX

i=1

[y
i

� ⇡(x
i

)] = 0,

nX

i=1

x
ij

[y
i

� ⇡(x
i

)] = 0, para j = 1, . . . , k,

as quais, uma vez solucionadas via métodos numéricos, como por exemplo
Newton-Raphson, fornecem as estimativas de máxima verossimilhança.
Esse método numérico é o mais comum de ser encontrado nos pacotes
estat́ısticos.
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A partir do modelo ajustado podemos predizer a probabilidade
de novos candidatos a crédito serem maus pagadores. Esses valores pre-
ditos são utilizados, normalmente, para a aprovação ou não de uma linha
de crédito, ou na definição de encargos financeiros de forma diferenciada.

Além da utilização das estimativas dos parâmetros na predição
do potencial de risco de novos candidatos a crédito, os estimadores dos
parâmetros fornecem também a informação, através da sua distribuição
de probabilidade e do ńıvel de significância, de quais covariáveis estão
mais associadas com o evento que está sendo modelado, ajudando na
compreensão e interpretação do mesmo, no caso a inadimplência.

2.2 Intervalos de Confiança e Seleção de

Variáveis

Uma vez escolhido o método de estimação dos parâmetros, um
próximo passo para a construção do modelo é o de questionar se as co-
variáveis utilizadas e dispońıveis para a modelagem são estatisticamente
significantes com o evento modelado, como por exemplo, a condição de
mau pagador de um cliente.

Uma forma de testar a significância do coeficiente de uma deter-
minada covariável é buscar responder à seguinte pergunta: O modelo que
inclui a covariável de interesse nos fornece mais informação a respeito da
variável resposta do que um modelo que não considera essa covariável? A
idéia é que, se os valores preditos fornecidos pelo modelo com a covariável
são mais precisos do que os valores preditos obtidos pelo modelo sem a
covariável, há evidências de que essa covariável é importante. Da mesma
forma que nos modelos lineares, na regressão loǵıstica comparamos os
valores observados da variável resposta com os valores preditos obtidos
pelos modelos com e sem a covariável de interesse. Para entender melhor
essa comparação é interessante que, teoricamente, se pense que um valor
observado para a variável resposta é também um valor predito resultante
de um modelo saturado, ou seja, um modelo teórico que contém tantos
parâmetros quanto o número de variáveis.

A comparação de valores observados e preditos é feita a partir
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da razão de verossimilhança usando a seguinte expressão

D = �2 log


verossimilhança do modelo testado

verossimilhança do modelo saturado

�
. (2.4)

O valor inserido entre os colchetes na expressão (2.4) é chamado de razão
de verossimilhança. A estat́ıstica D, chamada de Deviance, tem um im-
portante papel na verificação do ajuste do modelo. Fazendo uma analogia
com os modelos de regressão linear, a Deviance tem a mesma função da
soma de quadrado de reśıduos, e, a partir das equações (2.3) e (2.4) temos
que

D = �2

(
nX

i=1

[y
i

log (b⇡
i

) + (1� y
i

) log (1�b⇡
i

)]

�
nX

i=1

[y
i

log(y
i

) + (1� y
i

) log(1� y
i

)]

)

= �2

(
nX

i=1

y
i

[log(b⇡
i

)� log(y
i

)]

+ (1� y
i

) [log(1� b⇡
i

)� log(1� y
i

)]}

= �2
nX

i�1


y
i

log

✓
b⇡
i

y
i

◆
+ (1� y

i

) log

✓
1� b⇡

i

1� y
i

◆�
, (2.5)

sendo ⇡̂
i

= ⇡̂(x
i

).
A significância de uma covariável pode ser obtida comparando

o valor da Deviance (D) para os modelos com e sem a covariável de in-
teresse. A mudança ocorrida em D devido à presença da covariável no
modelo é obtida da seguinte forma

G = D(modelo sem a covariável)�D(modelo com a covariável).

Uma vez que a verossimilhança do modelo saturado é comum em
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ambos valores de D, temos que G pode ser definida como

G = �2 log


verossimilhança sem a variável de interesse

verossimilhança com a variável de interesse

�
. (2.6)

A estat́ıstica (2.6), sob a hipótese de que o coeficiente da co-
variável de interesse que está sendo testada é nulo, tem distribuição �2

1

.
Esse teste, conhecido como teste da Razão de Verossimilhança, pode ser
conduzido para mais do que uma variável simultaneamente. Uma alter-
nativa ao teste da Razão de Verossimilhança é o teste de Wald. Para
um único parâmetro, a estat́ıstica de Wald é obtida comparando a esti-
mativa de máxima verossimilhança do parâmetro de interesse com o seu
respectivo erro-padrão.

Para um modelo com k covariáveis temos, para cada parâmetro,
H

0

: �
j

= 0, j = 0, 1, . . . , k, cuja estat́ıstica do teste é dada por

Z
j

=
b�
j

dEP (b�
j

)
,

sendo b�
j

a estimativa de máxima verossimilhança de �
j

e dEP (b�
j

) a esti-
mativa do seu respectivo erro-padrão. Sob a hipótese nula (H

0

), Z
j

tem
aproximadamente uma distribuição normal padrão e Z2

j

segue aproxima-
damente uma distribuição �2

1

.

2.3 Interpretação dos Coeficientes do Mo-

delo

Sabemos que a interpretação de qualquer modelo de regressão
exige a possibilidade de extrair informações práticas dos coeficientes es-
timados. No caso do modelo de regressão loǵıstica, é fundamental o
conhecimento do impacto causado por cada variável na determinação da
probabilidade do evento de interesse.

Uma medida presente na metodologia de regressão loǵıstica, e
útil na interpretação dos coeficientes do modelo, é o odds, que para uma
covariável x é definido como [ ⇡(x)

1�⇡(x)

]. Aplicando a função log no odds
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tem-se a transformação logito. Para uma variável dicotômica assumindo
valores (x = 1) e (x = 0), obtém-se que o odds é dado por [ ⇡(1)

1�⇡(1)

] e

[ ⇡(0)

1�⇡(0)

], respectivamente. A razão entre os odds em (x = 1) e (x = 0)
define o odds ratio, dado por

 =
⇡(1)/(1� ⇡(1))

⇡(0)/(1� ⇡(0))
.

Como ⇡(1) = e�0+�1/1 + e�0+�1 , ⇡(0) = e�0/1 + e�0 , 1 � ⇡(1) =
1/1 + e�0+�1 e 1� ⇡(0) = 1/1 + e�0 , temos que

 =

⇣
e

�0+�1

1+e

�0+�1

⌘⇣
1

1+e

�0

⌘

⇣
e

�0

1+e

�0

⌘⇣
1

1+e

�0+�1

⌘ =
e�0+�1

e�0
= e�1 .

O odds ratio é uma medida de associação largamente utilizada
e pode ser interpretado como a propensão que o indiv́ıduo possui de
assumir o evento de interesse quando x = 1, comparado com x = 0. Por
exemplo, sejam y a presença de inadimplência e x a variável indicadora
que denota se o indiv́ıduo tem telefone (x = 0) ou não tem telefone
(x = 1). Se  ̂ = 2 podemos dizer que a inadimplência é duas vezes mais
provável nos indiv́ıduos sem telefone.

2.4 Aplicação

Considere o conjunto de dados reais constitúıdo de informações
de uma instituição financeira na qual os clientes adquiriram um produto
de crédito. Essa instituição tem como objetivo, a partir desse conjunto de
dados, medir o risco de inadimplência de potenciais clientes que busquem
adquirir o produto. As variáveis dispońıveis no banco de dados correspon-
dem às caracteŕısticas cadastrais dos clientes (sexo, estado civil, etc.), o
valor referente ao crédito concedido, bem como um flag descrevendo seu
desempenho de pagamento nos 12 meses seguintes ao da concessão do
crédito (maus pagadores: flag = 1, bons pagadores: flag = 0). Essas
informações servirão para a construção do modelo preditivo a partir da
metodologia estudada, a regressão loǵıstica (Hosmer & Lemeshow, 2000),
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o qual poderá ser aplicado em futuros potenciais clientes, permitindo que
eles possam ser ordenados segundo uma probabilidade de inadimplência.
A a partir desta probabilidade, as poĺıticas de crédito da instituição po-
dem ser definidas.

A base total de dados é de 5909 clientes. Para a construção
do modelo preditivo segundo a metodologia estudada, selecionamos, via
amostragem aleatória simples sem reposição, uma amostra de desenvol-
vimento ou de treinamento, correspondente a 70% dessa base de dados;
em seguida, ajustamos um modelo de regressão loǵıstica (Hosmer & Le-
meshow, 2000) nessa amostra; e, por fim, utilizamos o restante 30% dos
dados como amostra de teste para verificação da adequabilidade do mo-
delo.

Algumas das covariáveis presentes no banco de dados foram ob-
tidas de acordo com as categorizações sugeridas pela Análise de Agru-
pamento (Cluster Analysis), e selecionadas através do seu valor-p con-
siderando um ńıvel de significância de 5%. Sendo assim, variáveis com
valor-p inferior a 0,05 foram mantidas no modelo. A Tabela 2.1 apre-
senta o modelo final obtido através da regressão loǵıstica para a amostra
de desenvolvimento. Na base, e na tabela, temos var1 = Tipo de cli-
ente: 1; var4 = Sexo: Feminino; var5 C = Est. civil: Casado; var5 D
= Est. civil: Divorciado; var5 S = Est. civil: Solteiro; var11C 1 = T.
residência8 anos ; var11C 3 = 8<T. residência20; var11C 2 = 20<T.
residência35; var11C 4 = T. residência>49 anos ; var12C 3 = Idade22
anos; var12C 1 = 22<Idade31; var12C 2 = 31<Idade43; var12C 5 =
55<Idade67; var12C 6 = 67<Idade78; var12C 4 = Idade>78 anos.
As categorias não presentes nesta lista são as determinadas como cate-
gorias de referências.

A partir dos odds ratio apresentados na Tabela 2.1, para cada
variável presente no modelo final, observamos:

• TIPO DE CLIENTE: o fato do cliente ser do tipo 1 (cliente há
mais de um ano) faz com que o risco de crédito aumente quase 3
vezes em relação àqueles que são do tipo 2 (há menos de um ano
na base);

• SEXO: o fato do cliente ser do sexo feminino reduz o risco de apre-
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Tabela 2.1: Resultados do modelo de regressão loǵıstica obtido para a
amostra de desenvolvimento (70% da base de dados) extráıda de uma
carteira de um banco.

Erro Odds
Variáveis Estimativa Padrão Valor-p ratio
Intercepto -1,1818 0,2331 <,0001

var1 0,5014 0,0403 <,0001 2,726
var4 -0,1784 0,0403 <,0001 0,700

var5 C -0,4967 0,0802 <,0001 0,450
var5 D 0,4604 0,1551 0,0030 1,171
var5 S -0,2659 0,0910 0,0035 0,567

var11C 1 0,5439 0,2273 0,0167 1,545
var11C 3 0,1963 0,2284 0,3903 1,091
var11C 2 -0,0068 0,2476 0,9780 0,891
var11C 4 -0,8421 0,8351 0,3133 0,386
var12C 3 1,8436 0,1383 <,0001 8,158
var12C 1 1,3207 0,1172 <,0001 4,836
var12C 2 0,2452 0,1123 0,0290 1,650
var12C 5 -1,2102 0,1576 <,0001 0,385
var12C 6 -1,3101 0,2150 <,0001 0,348
var12C 4 -0,6338 0,4470 0,1562 0,685

sentar algum problema de crédito com a instituição financeira, em
que o valor do odds de 0,7 na regressão loǵıstica indica que a chance
de observarmos algum problema para os clientes que são do sexo
feminino é aproximadamente 70% do que para os que são do sexo
masculino.

• ESTADO CIVIL: a categoria viúvo, deixada como referência, con-
tribui para o aumento do risco de crédito em relação às categorias
casado e solteiro, mas não podemos afirmar isso em relação à ca-
tegoria divorciado, visto que o odds não é estatisticamente signi-
ficativo, visto que o valor 1 está contido no intervalo de 95% de
confiança para o odds (intervalo não apresentado aqui).

• TEMPO DE RESIDÊNCIA: notamos que quanto menor o tempo
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Figura 2.1: Curva ROC constrúıda a partir da amostra de treinamento
de uma carteira de banco.

que o cliente tem na atual residência maior o seu risco de crédito,
embora nenhum dos odds seja estatisticamente significante para
essa variável (similar caso anterior).

• IDADE: para essa variável, verificamos que quanto menor a idade
dos clientes maior o risco de inadimplência.

Com o aux́ılio da curva ROC podemos escolher um ponto de corte
igual a 0,29. Assim, as medidas relacionadas à capacidade preditiva do
modelo são: SENS = 0, 75, SPEC = 0, 76, V PP = 0, 58, V PN = 0, 87,
CAT = 0, 76 e MCC = 0, 48, o que é indicativo de uma boa capacidade
preditiva. Esta conclusão é corroborada pela curva ROC apresentada na
Figura 2.1.

2.5 Amostras State-Dependent

Uma estratégia comum utilizada na construção de amostras para
o ajuste de modelos de regressão loǵıstica, quando os dados são desba-
lanceados, é selecionar uma amostra contendo todos os eventos presentes
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na base de dados original e selecionar, via amostragem aleatória simples
sem reposição, um número de não eventos igual ou superior ao número
de eventos. No entanto, este número deve sempre ser menor do que a
quantidade de observações representando não evento presentes na amos-
tra. Estas amostras, denominadas state-dependent, são muito utilizadas,
principalmente, no mercado financeiro. No entanto, para validar as in-
ferências realizadas para os parâmetros obtidos por meio destas amostras,
algumas adaptações são necessárias. Neste trabalho utilizamos o Método
de Correção a Priori, descrito na subseção 2.5.1.

A técnica de regressão loǵıstica com seleção de amostras state-
dependent (Cramer, 2004) realiza uma correção na probabilidade predita
ou estimada de um indiv́ıduo ser, por exemplo, ummau pagador, segundo
o modelo de regressão loǵıstica usual (Hosmer & Lemeshow, 2000).

Considere uma amostra de observações com vetor de covariáveis
x

i

= (x
i1

, x
i2

, . . . , x
ik

)0, i = 1, . . . , n e variável resposta y
i

, binária (0,1),
em que o evento y

i

= 1, o i -ésimo cliente é um mau pagador, é pouco
frequente, enquanto o complementar y

i

= 0, o i -ésimo cliente é um bom
pagador, é abundante. O modelo especifica que a probabilidade do i -
ésimo cliente ser um mau pagador, como uma função de x

i

, seja dada
por

P (y
i

= 1|x
i

) = ⇡ (�,x
i

) = ⇡
i

,

sendo � = (�
1

, �
2

, . . . , �
k

)
0
. Queremos estimar � a partir de uma selected

sample, a qual é obtida descartando parte das observações de 0 (bons pa-
gadores), por razões de conveniência. Supondo que a full sample inicial
seja uma amostra aleatória com fração amostral ↵ e que somente uma
fração � das observações de 0 é retida aleatoriamente, então a probabili-
dade de que o cliente i seja um mau pagador (y

i

= 1), e esteja inclúıdo
na amostra, é dada por

↵⇡
i

,

enquanto que, para y
i

= 0 é dada por

�↵ (1� ⇡
i

) .
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Portanto, pelo teorema de Bayes (Louzada et al., 2012), temos que a
probabilidade de que um elemento qualquer da selected sample seja um
mau pagador, é dada por

⇡⇤
i

=
⇡
i

⇡
i

+ � (1� ⇡
i

)
.

A log-verossimilhança da amostra observada, em termos de ⇡⇤
i

, é

l(�, �) = log [L(�, �)]

=
nX

i=1

{y
i

log [⇡⇤
i

(�,x
i

, �)] + (y
i

� 1) log [⇡⇤
i

(�,x
i

, �)]} .

Se � é conhecido, os parâmetros de qualquer especificação de ⇡
i

podem
ser estimados a partir da selected sample por métodos padrões de máxima
verossimilhança.

Supondo que um modelo de regressão loǵıstica usual é utilizado
na análise, ⇡⇤

i

é dado por

⇡⇤
i

=
exp

�
x

0
i

�

�

exp
�
x

0
i

�

�
+ �

=
1

�

exp
�
x

0
i

�

�

1 + 1

�

exp
�
x

0
i

�

� =
exp

�
x

0
i

�� log �
�

1 + exp
�
x

0
i

� � log �
� .

Pela expressão acima, observamos que ⇡⇤
i

obedece o mesmo formato de
um modelo de regressão loǵıstica e, com exceção do intercepto, os mesmos
parâmetros � presentes na full sample se aplicam aqui. O intercepto da
full sample pode ser recuperado adicionando log � ao intercepto, �

0

, da
selected sample. Um estimador consiste e eficiente de �

0

é apresentado
na subseção 2.5.1.

2.5.1 Método de correção a priori

A técnica de correção a priori envolve o cálculo dos estimado-
res de máxima verossimilhança dos parâmetros do modelo de regressão
loǵıstica e a correção destas estimativas, com base na informação a priori
da fração de eventos na população ⌧ (prevalência populacional, ou seja,
a proporção de eventos na população) e a fração de eventos observados
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na amostra ȳ (prevalência amostral, ou seja, a proporção de eventos na
amostra).

No modelo de regressão loǵıstica, os estimadores de máxima ve-
rossimilhança �̂

j

, j = 1, . . . , k, são estimadores consistentes e eficientes
de �

j

. No entanto, para que �̂
0

seja consistente e eficiente, esse deve ser
corrigido de acordo com a seguinte expressão

�̂
0

� log

✓
1� ⌧

⌧

◆✓
ȳ

1� ȳ

◆�
.

A maior vantagem da técnica de correção a priori é a facilidade
de uso, já que os parâmetros do modelo de regressão loǵıstica podem ser
estimados da forma usual e apenas o intercepto deve ser corrigido.

2.6 Estudo de Comparação

Com o objetivo de comparar o comportamento, isto é, a distri-
buição das probabilidades de inadimplência estimadas e a capacidade
preditiva dos modelos obtidos pela regressão loǵıstica usual e pela re-
gressão loǵıstica com seleção de amostras state-dependent, constrúımos
os dois modelos a partir de amostras geradas 1 com diferentes tamanhos
e proporções de bons e maus pagadores, as quais apresentamos a seguir:

1. 50% (10000 bons pagadores) e 50% (10000 maus pagadores)

2. 75% (30000 bons pagadores) e 25% (10000 maus pagadores)

3. 90% (90000 bons pagadores) e 10% (10000 maus pagadores)

Os principais resultados deste estudo de simulação, também en-
contrados em Louzada et al. (2012), são apresentados nas subseções se-
guintes.

1Ver detalhes das simulações em Louzada et al. (2012).
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2.6.1 Medidas de desempenho

Nesta subseção apresentamos os principais resultados do estudo
de simulação referentes à capacidade preditiva dos modelos ajustados se-
gundo as duas técnicas estudadas, a regressão loǵıstica usual e a regressão
loǵıstica com seleção de amostras state-dependent. As Tabelas 2.2 e 2.3
apresentam os intervalos de 95% de confiança emṕıricos para as medidas
de desempenho.

Os resultados emṕıricos apresentados na Tabela 2.2 nos revelam
que a técnica de regressão loǵıstica usual produz bons resultados apenas
quando a amostra utilizada para o desenvolvimento do modelo é balan-
ceada, 50% bons pagadores e 50% maus pagadores, com valores similares
para as medidas de sensibilidade e especificidade. À medida que o grau de
desbalanceamento aumenta, a sensibilidade diminui consideravelmente,
assumindo valores menores que 0,5 quando há 90% bons pagadores e 10%
maus pagadores na amostra de treinamento, ao passo que a especifici-
dade aumenta, atingindo valores próximos de 1. Notamos também que o
valor de MCC diminui à medida que o desbalanceamento se torna mais
acentuado.

Os comentários com relação aos resultados obtidos utilizando o
modelo de regressão loǵıstica com seleção de amostras state-dependent
são análogos aos do modelo de regressão loǵıstica usual. Ou seja, a
capacidade preditiva de ambos os modelos são próximas.

Tabela 2.2: Intervalos de confiança emṕıricos 95% para as medidas de
desempenho, regressão loǵıstica usual.

Grau de desbalanceamento das amostras
Medidas 50% - 50% 75% - 25% 90% - 10%
SENS [0,8071; 0,8250] [0,5877; 0,6008] [0,3249; 0,3307]
SPEC [0,8187; 0,8334] [0,9331; 0,9366] [0,9768; 0,9777]
VPP [0,8179; 0,8400] [0,8247; 0,8359] [0,8258; 0,8341]
VPN [0,8004; 0,8250] [0,8047; 0,8170] [0,8075; 0,8145]
CAT [0,8177; 0,8242] [0,8123; 0,8194] [0,8101; 0,8155]
MCC [0,6354; 0,6485] [0,5787; 0,5866] [0,4404; 0,4439]

38



Regressão Loǵıstica

Tabela 2.3: Intervalos de confiança emṕıricos 95% para as medidas de
desempenho, regressão loǵıstica com seleção de amostras state-dependent.

Grau de desbalanceamento das amostras
Medidas 50% - 50% 75% - 25% 90% - 10%
SENS [0,8061; 0,8221] [0,5870; 0,6008] [0,3258; 0,3278]
SPEC [0,8206; 0,8333] [0,9330; 0,9366] [0,9773; 0,9775]
VPP [0,8225; 0,8392] [0,8237; 0,8365] [0,8306; 0,8321]
VPN [0,7989; 0,8211] [0,8045; 0,8180] [0,8088; 0,8106]
CAT [0,8173; 0,8241] [0,8120; 0,8193] [0,8111; 0,8127]
MCC [0,6348; 0,6484] [0,5779; 0,5859] [0,4407; 0,4426]

2.6.2 Probabilidades de inadimplência estimadas

O modelo de regressão loǵıstica usual determina as probabili-
dades de inadimplência originais, enquanto que o modelo de regressão
loǵıstica com seleção de amostras state-dependent determina as proba-
bilidades corrigidas ou ajustadas. As Figuras 2.2 a 2.4 apresentam as
curvas da probabilidade de inadimplência obtidas dos modelos original e
ajustado, segundo os três graus de desbalanceamento considerados. Ob-
servamos que, independentemente do grau de desbalanceamento da amos-
tra de treinamento, as probabilidades estimadas sem o ajuste no termo
constante da equação estão abaixo das probabilidades com o ajuste. Ou
seja, o modelo de regressão loǵıstica subestima a probabilidade de ina-
dimplência. Notamos, também, que a distância entre as curvas diminui
à medida que o grau de desbalanceamento da amostra se torna mais
acentuado. Para o caso de amostras balanceadas, 50% bons pagadores e
50% maus pagadores, a distância entre as curvas é a maior observada,
enquanto que para o caso de amostras desbalanceadas com 90% bons pa-
gadores e 10% maus pagadores, as curvas estão muito próximas uma da
outra.
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Figura 2.2: Distribuição das probabilidades de inadimplência estimadas,
50% bons pagadores e 50% maus pagadores.

Figura 2.3: Distribuição das probabilidades de inadimplência estimadas,
75% bons pagadores e 25% maus pagadores.
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Figura 2.4: Distribuição das probabilidades de inadimplência estimadas,
90% bons pagadores e 10% maus pagadores.

2.7 Regressão Loǵıstica com Erro de Me-

dida

Em várias áreas de aplicação da Estat́ıstica existem situações
em que não é posśıvel medir uma ou mais covariáveis, sem algum tipo de
erro. Entre as posśıveis razões podemos citar o custo ou a inviabilidade
de coleta dos dados. Nestes casos, o que observamos são covariáveis
com erros de medidas. No contexto de Credit Scoring, a presença da
variável medida com erro pode surgir, por exemplo, no momento em que
utilizamos a renda presumida como uma covariável do modelo de crédito.
Renda presumida é uma predição da variável Renda obtida a partir de um
espećıfico modelo. Entre os trabalhos envolvendo erros de medida para
modelo de regressão loǵıstica, podemos citar Thoresen & Laake (2007),
Rosner et al. (1989) e Carroll et al. (1995). Nesta seção apresentamos o
modelo de regressão loǵıstica com erro de medida e alguns métodos de
estimação.
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2.7.1 Função de verossimilhança

Seja Y uma variável resposta binária e X uma covariável não
observada. Por simplicidade, usamos apenas a covariável não observada
no modelo. Considere a função de densidade f

Y |X(y|x) de Y condicionada
a X. Seja f

YWX

(y, w, x) a função de densidade conjunta de (Y,W,X),
em que W é a variável observada em substituição a X.

Considerando as observações (y
i

, w
i

), i = 1, . . . , n, do vetor aleatório
(Y,W ), a função de verossimilhança pode ser escrita da seguinte forma,

L(✓|y, w) =
nY

i=1

Z
f
YWX

(y
i

, w
i

, x
i

)dx
i

=
nY

i=1

Z
f
Y |W,X

(y
i

|w
i

, x
i

)f
W |X(wi

|x
i

)f
X

(x
i

)dx
i

, (2.7)

sendo ✓ o vetor de parâmetros desconhecidos.
A distribuição condicional de Y dadoX, Y |X = x

i

⇠ Ber(⇡(x
i

)),
em que a probabilidade de sucesso, ⇡(x

i

), é escrita em função dos parâ-
metros desconhecidos, �

0

e �
1

, na forma

⇡(x
i

) =
exp(�

0

+ �
1

x
i

)

1 + exp(�
0

+ �
1

x
i

)
.

Seja ✏ o erro presente ao observarmosW ao invés deX. Considere
que a variável observada W é a soma da variável não observada X e do
erro de medida ✏, ou seja,

W = X + ✏.

Supondo que ✏ ⇠ N(0, �2

e

) e X ⇠ N(µ
x

, �2

x

) é fácil notar que
W |X = x

i

⇠ N(x
i

, �2

e

). Para evitarmos problema de não identificabili-
dade do modelo, consideramos conhecida a variância do erro de medida,
�2

e

, ou estimamos usando réplicas da variável W , de cada indiv́ıduo da
amostra.
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2.7.2 Métodos de estimação

Entre os diferentes métodos de estimação presentes na literatura
para o modelo loǵıstico com erro de medida, destacamos o método de
calibração da regressão, o método naive e a estimação por máxima ve-
rossimilhança pelo método de integração de Monte Carlo.

• Calibração da Regressão: Consiste em substituir a variável não
observada X por alguma função de W , como por exemplo, a espe-
rança estimada de X dado W . Após a substituição, os parâmetros
são estimados de maneira usual. Mais detalhes deste método po-
dem ser encontrados em Rosner et al. (1989).

• Naive: Consiste, simplesmente, em utilizar W no lugar da variável
de interesse X e ajustar o modelo loǵıstico por meios usuais.

• Integração de Monte Carlo: A integral da verossimilhança (2.7)
não pode ser obtida de forma anaĺıtica e uma solução é a apro-
ximação numérica via integração de Monte Carlo. Para maiores
detalhes ver Thoresen & Laake (2007).

2.7.3 Renda presumida

Uma covariável importante para predizer se um cliente será ina-
dimplente ou não em instituições bancárias é a sua renda. Se o cliente
não pertence ao portfólio da instituição é posśıvel que sua renda não es-
teja dispońıvel. Nestes casos, modelos de renda presumida são utilizados
e, consequentemente, a covariável renda é medida com erro. Um modelo
utilizado para renda presumida é o modelo de regressão gama.

Como exemplo, considere as seguintes variáveis explicativas ca-
tegóricas: profissão, com cinco categorias: varejistas, profissionais libe-
rais, servidores públicos, executivos e outros, e escolaridade, com três
categorias: ensino fundamental, médio e superior. Neste caso, como
as variáveis profissão e escolaridade são categóricas, usamos variáveis
dummies. Se uma variável apresenta k categorias, o modelo terá k � 1
dummies referentes a essa variável. As Tabelas 2.4 e 2.5 mostram a
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codificação utilizada, respectivamente, para as categorias das variáveis
profissão e escolaridade.

Tabela 2.4: Codificação dos ńıveis da variável profissão.
Profissão Variáveis Dummies

D
1

D
2

D
3

D
4

Varejistas 0 0 0 0
Liberais 1 0 0 0

Servidor Público 0 1 0 0
Executivos 0 0 1 0
Outros 0 0 0 1

Tabela 2.5: Codificação dos ńıveis da variável escolaridade.
Escolaridade Variáveis Dummies

D
5

D
6

Ensino Fundamental 0 0
Ensino Médio 0 1
Ensino Superior 1 0

Considere X
i

a renda do i-ésimo cliente. Suponha também que
X

i

⇠ Gama(↵
i

, �
i

). A distribuição gama pode ser reparametrizada por

µ
i

=
↵
i

�
i

, ↵
i

= ⌫ e �
i

=
⌫

µ
i

.

A distribuição gama reparametrizada pertence à famı́lia expo-
nencial na forma canônica, cuja função de ligação é

✓
i

= � 1

µ
i

.

Para este exemplo, um modelo de renda presumida é dado por

µ
i

=
1

�
0

+ �
1

D
1i

+ �
2

D
2i

+ �
3

D
3i

+ �
4

D
4i

+ �
5

D
5i

+ �
6

D
6i

.

44



Regressão Loǵıstica

Métodos de estimação para este modelo pode ser encontrado em
McCullagh & Nelder (1997). Como o objetivo da instituição financeira é
prever se o cliente será ou não inadimplente, podemos usar o modelo de
regressão loǵıstica sendo que a variável resposta é a situação do cliente
(inadimplente ou adimplente) e a covariável medida com erro é a renda
presumida.
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Caṕıtulo 3

Modelagem Para Eventos

Raros

Em muitas situações práticas, temos interesse em descrever a
relação entre uma variável resposta extremamente desbalanceada e uma
ou mais covariáveis. No mercado financeiro, comumente, o interesse re-
side em determinar as probabilidades de que clientes cometam ações frau-
dulentas ou não paguem a primeira fatura, sendo que a proporção destes
clientes é muito pequena.

Existem alguns estudos na literatura que revelam que o modelo
de regressão loǵıstica usual subestima a probabilidade do evento de inte-
resse, quando este é constrúıdo utilizando bases de dados extremamente
desbalanceadas (King & Zeng, 2001). Para este modelo, os estimadores
de máxima verossimilhança são, assintoticamente, não viciados e, mesmo
para grandes amostras, este v́ıcio persiste. McCullagh & Nelder (1989)
sugerem um estimador para o v́ıcio, para qualquer modelo linear genera-
lizado, adaptado por King & Zeng (2001) para o uso concomitante com
amostras state-dependent, permitindo que uma correção seja efetuada nos
estimadores de máxima verossimilhança. King & Zeng (2001) sugerem,
ainda, que as correções sejam realizadas nas probabilidades do evento
de interesse, estimadas por meio do modelo de regressão loǵıstica. Tais
correções permitem diminuir o v́ıcio e o erro quadrático médio de tais
probabilidades.

Outros modelos, presentes na literatura, desenvolvidos especial-
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mente para a situação de dados binários desbalanceados, são o modelo
logito generalizado, sugerido por Stukel (1988), e o modelo logito limi-
tado, sugerido por Cramer (2004). O modelo logito generalizado possui
dois parâmetros de forma e se ajusta melhor do que o modelo logito usual
em situações em que a curva de probabilidade esperada é assimétrica. O
modelo logito limitado permite estabelecer um limite superior para a
probabilidade do evento de interesse.

Em alguns casos, a variável resposta pode ser, originalmente,
fruto de uma distribuição discreta, exceto a Bernoulli, ou cont́ınua e
que, por alguma razão, foi dicotomizada através de um ponto de corte
C arbitrário. O modelo de regressão loǵıstica pode agregar a informação
sobre a distribuição da variável de origem no ajuste do modelo logito
usual. Dessa forma, o modelo pode ter a variável resposta pertencente à
famı́lia exponencial no contexto dos modelos lineares generalizados com
função de ligação composta. Esta metodologia foi apresentada por Suissa
& Blais (1995), considerando dados reais de estudos cĺınicos e também
dados simulados com distribuição original lognormal. Dependendo do
ponto de corte utilizado, a variável resposta pode apresentar um desba-
lanceamento muito acentuado.

Neste caṕıtulo apresentamos os estimadores de King & Zeng
(2001), estimadores KZ, juntamente com as probabilidades do evento
de interesse corrigidas. Apresentamos uma breve discussão sobre as ca-
racteŕısticas dos modelos logito generalizado e logito limitado e o de-
senvolvimento de modelos de regressão loǵıstica com resposta de origem
normal, exponencial e log-normal.

3.1 Estimadores KZ para o Modelo de Re-

gressão Loǵıstica

Segundo King & Zeng (2001), na situação de eventos raros, o
estimador �̂ de �, vetor de coeficientes da regressão loǵıstica usual, é
viciado, mesmo quando o tamanho da amostra é grande. Além disso,

mesmo que �̂ seja corrigido pelo v́ıcio estimado, P
⇣
Y = 1|�̂,x

i

⌘
é vici-

ado para ⇡(x
i

). Nesta seção, discutimos métodos para a correção destes
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estimadores.

3.1.1 Correção nos parâmetros

Segundo McCullagh & Nelder (1989), o v́ıcio do estimador do
vetor de parâmetros de qualquer modelo linear generalizado pode ser
estimado como

v́ıcio(�̂) = (X
0
WX)�1X

0
W⇠, (3.1)

sendo que X 0WX é a matriz de informação de Fisher, ⇠ é um vetor
com o i-ésimo termo ⇠

i

= �0, 5µ
00
i

/µ
0
i

Q
ii

, µ
i

é a inversa da função de
ligação que relaciona µ

i

= E (Y
i

) ao preditor linear ⌘
i

= x

0
i

�, Q
ii

é o
i-ésimo elemento da diagonal principal de X

�
X

0
W 0X

�
X

0
, µ

0
i

e µ
00
i

são as
derivadas de primeira e segunda ordem de µ

i

com relação a ⌘
i

dadas por

µ
0

i

= e⌘i/ (1 + e⌘i)

e
µ

00

i

= e⌘i (1� e⌘i)/(1 + e⌘i)3.

Assim,

⇠
i

= �0, 5

✓
1� e⌘i

1 + e⌘i

◆
Q

ii

.

O cálculo do v́ıcio em (3.1) pode ser adaptado quando utilizamos
amostras state-dependent considerando P (Y

i

= y
i

) = ⇡!1yi
i

(1� ⇡
i

)!0(1�yi),
sendo !

1

= ⌧

ȳ

e !
0

= 1�⌧

1�ȳ

, em que ⌧ é a prevalência populacional e ȳ é a
prevalência amostral. Portanto,
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A matriz de informação de Fisher do modelo é dada por
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�E
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].
O estimador corrigido pelo v́ıcio é dado por �̃ = �̂�v́ıcio(�̂). Se-

gundo McCullagh & Nelder (1989), a matriz de variâncias e covariâncias

de �̃ é aproximadamente
⇣

n

n+p�1

⌘
2

V (�̂). Como
⇣

n

n+p�1

⌘
2

< 1 temos

que V (�̃) < V (�̂), ou seja, a diminuição no v́ıcio dos estimadores do
modelo causa uma diminuição na variância dos mesmos.

3.1.2 Correção nas probabilidades estimadas

De acordo com os resultados apresentados na subseção anterior,
�̃ é menos viciado do que �̂ para � e, além disso, V (�̃) < V (�̂). Assim,
⇡̃(x

i

) é prefeŕıvel a ⇡̂(x
i

). No entanto, segundo Geisser (1993) e King
& Zeng (2001), este estimador não é ótimo porque não leva em conta
a incerteza a respeito de �, e isto pode gerar estimativas viesadas da
probabilidade de evento.

Uma maneira de levar em contar a incerteza na estimação do
modelo é escrever ⇡(x

i

) como

P (Y
i

= 1) =

Z
P (Y

i

= 1|�⇤)P (�⇤) d�⇤, (3.2)

sendo que P (·) representa a incerteza com relação a �. Observe que a ex-
pressão (3.2) pode ser vista como E⇤

�

[P (Y
i

= 1|�⇤)]. Sob o ponto de vista

Bayesiano podemos usar a densidade a posteriori � ⇠ Normal
h
�̃, V (�̃)

i
.

Existem duas formas de calcular a integral em (3.2). A primeira é usando
aproximação Monte Carlo, ou seja, retirando uma amostra de � a par-
tir de P (�), inserindo esta amostra em ex

0
i

�/
�
1 + ex

0
i

�

�
e calculando a

média destes valores. Aumentando o número de simulação nos permite
aproximar P (Y

i

= 1) a um grau de acurácia desejável. A segunda é ex-

pandindo em série de Taylor a expressão ⇡(x0) =
e

x

0
0�

1+e

x

0
0�

em torno de �̃
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até a segunda ordem e, em seguida, tomando a esperança, ou seja,

⇡(x0) = P (Y
0

= 1|�)

⇡ ⇡̃(x0) +


@⇡(x0)

@�

�

�=

˜

�

⇣
� � �̃

⌘

+
1

2

⇣
� � �̃

⌘@2⇡(x0)

@� 0@�

�

�=

˜

�

⇣
� � �̃

⌘
, (3.3)

sendo

@⇡(x0)

@�

�

�=

˜

�

= ⇡̃(x0) (1� ⇡̃(x0))x
0

0

⇣
� � �̃

⌘
,


@2⇡(x0)

@�@�
0

�

�=�̃

= (0, 5� ⇡̃(x0)) ⇡̃(x0) (1� ⇡̃(x0))x
0

0⌦x0

e ⌦ uma matriz de ordem k ⇥ k cujo (k, j)�ésimo elemento é igual a⇣
�
k

� �̃
k

⌘⇣
�
j

� �̃
j

⌘
. Sob a perspectiva Bayesiana, ⇡(x0) e � são variáveis

aleatórias, mas por outro lado, ⇡̃(x0) e �̃ são funções dos dados.
Tomando a esperança da expressão (3.3), temos

E

✓
ex

0
i

�

1 + ex
0
i

�

◆
⇡ ⇡̃(x0) + ⇡̃(x0) (1� ⇡̃(x0))x

0
0b

+ (0, 5 + ⇡̃(x0))
�
⇡̃(x0)� ⇡̃2(x0)

�
x

0
0

h
V (�̃) + bb

0
i
x

0
0,

com b = E
⇣
� � �̃

⌘
⇡ 0. Logo, podemos escrever ⇡(x

i

) como

⇡
i

= P (Y
i

= 1) = ⇡̃(x
i

) + C
i

,

com
C

i

= (0, 5� ⇡̃(x
i

)) ⇡̃(x
i

) (1� ⇡̃(x
i

))x
0

i

V (�̃)x
i

(3.4)

representando o fator de correção. Analisando o fator de correção da
expressão (3.4), notamos que este fator, por ser diretamente proporcional
a V (�̃), será maior à medida que o número de zeros na amostra diminui.

Devido a não-linearidade da forma funcional loǵıstica, mesmo
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que E
⇣
�̃

⌘
⇡ �, E (⇡̃) não é aproximadamente igual a ⇡. Na realidade,

interpretando a integral em (3.2) como um valor esperado sob �̃, podemos
escrever E

˜

�

(⇡̃) ⇡ ⇡ + C
i

, e o fator de correção pode ser pensado como
um viés. Surpreendentemente, subtraindo o fator de correção (⇡̃ � C

i

)
teremos um estimador aproximadamente não-viesado, mas, adicionando
o viés, (⇡̃ + C

i

) teremos um estimador com erro quadrático médio menor
do que o estimador usual.

O estimador da probabilidade do evento de interesse ⇡(x
i

)⇤ =
⇡̃(x

i

)+C
i

é chamado de estimador KZ1 e o estimador aproximadamente
não viesado para a probabilidade do evento de interesse é chamado de
estimador KZ2.

3.2 Modelo Logito Limitado

O modelo logito limitado provém de uma modificação do modelo
logito usual. Essa modificação é dada pelo acréscimo de um parâmetro
que quantifica um limite superior para a probabilidade do evento de
interesse. Ou seja, dada as covariáveis, é expressa por

⇡ (x
i

) = !
ex

0
i

�

1 + ex
0
i

�

, (3.5)

com 0 < ! < 1.
O modelo (3.5) foi proposto por Cramer (2004), que ajustou o

modelo de regressão loǵıstica usual, o modelo complementar log-log e o
modelo logito limitado a uma base de dados de uma instituição finan-
ceira holandesa. Os dados em questão apresentavam baixa incidência do
evento de interesse e o teste de Hosmer-Lemeshow indicou que o modelo
logito limitado foi o mais adequado para os dados em questão. Segundo
Cramer (2004), o parâmetro ! tem a capacidade de absorver o impacto
de posśıveis covariáveis significativas exclúıdas da base de dados.

O modelo logito limitado também foi utilizado por Moraes (2008)
em dados reais de fraude bancária. De acordo com os resultados obti-
dos, o modelo logito limitado apresentou uma performance superior ao
modelo logito usual, segundo as estat́ısticas que medem a qualidade do
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ajuste: AIC (Akaike Information Criterion), SC (Schwarz criterion) e
KS (Estat́ıstica de Kolmogorov-Smirnov).

3.2.1 Estimação

Como a variável resposta Y
i

possui distribuição de probabilidade
Bernoulli(⇡ (x

i

)), as probabilidades do evento de interesse e seu comple-
mento são dadas por P (Y

i

= 1|x
i

) = ⇡(x
i

) e P (Y
i

= 0|x
i

) = 1� ⇡ (x
i

),
respectivamente. Assim, o logaritmo da função de verossimilhança é dado
por

l (�,!) =
nX

i=1

(
y
i

log


!

✓
ex

0
i

�

1 + ex
0
i

�

◆�

+ (1� y
i

) log


1� !

✓
ex

0
i

�

1 + ex
0
i

�

◆�)
I
(0,1)

(!). (3.6)

Os estimadores de máxima verossimilhança são obtidos maximi-
zando-se a expressão (3.6). As derivadas da função de verossimilhança
com relação aos parâmetros �

0

, �
1

, . . . , �
p�1

e ! são dadas, respectiva-
mente, por

nX

i=1

! [y
i

� ⇡(x
i

)] , (3.7)

nX

i=1

x
ij

! [y
i

� ⇡(x
i

)] , para j = 1, . . . , p� 1 (3.8)

e
nX

i=1


y
i

� ⇡(x
i

)

1� ⇡(x
i

)

�
. (3.9)

Notamos que as equações (3.7) a (3.9) são não-lineares nos parâmetros,
impossibilitando a solução expĺıcita do sistema de equações e, portanto,
recorremos a algum método de otimização para encontrar as estimativas
de máxima verossimilhança dos parâmetros em questão. Porém, devido
às caracteŕısticas da função, sua maximização, utilizando os procedimen-
tos usuais de otimização numérica, nem sempre é posśıvel. Uma alter-
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nativa é considerar a reparametrização ✓ = log
�

!

1�!

�
. Desta forma, a

função de verossimilhança pode ser reescrita como

l (�,!) =
nX

i=1

(
y
i

log

✓
e✓

1 + e✓

◆✓
1

1 + e�x

0
i�

◆�

+ (1� y
i

) log


1�

✓
e✓

1 + e✓

◆✓
1

1 + e�x

0
i�

◆�)
, (3.10)

com �1 < ✓ < 1. Para maximizar (3.10) podemos utilizar o algoritmo
BFGS implementado no software R, proposto simultaneamente e inde-
pendentemente por Broyden (1970), Fletcher (1970), Goldfarb (1970) e
Shanno (1970).

3.2.2 Método BFGS

O método BFGS (Broyden, Fletcher, Goldfarb e Shanno) é uma
técnica de otimização que utiliza um esquema iterativo para buscar um
ponto ótimo. O processo de otimização parte de um valor inicial ✓

0

e na iteração t verifica-se se o ponto ✓
t

encontrado é ou não o ponto
ótimo. Caso este não seja o ponto ótimo, calcula-se um vetor direcional
�

t

e realiza-se uma otimização secundária, conhecida como “busca em
linha”, para encontrar o tamanho do passo ótimo �

t

. Desta forma, em
✓
t+1

= ✓
t

+ �
t

�
t

, uma nova busca pelo ponto ótimo é realizada.
O vetor direcional �

t

é tomado como �
t

= !
t

g
t

, em que g
t

é o
gradiente (vetor de primeiras derivadas) no passo t e !

t

é uma matriz
positiva-definida calculada no passo t.

O método BFGS, assim como o método de Newton-Raphson, é
um caso particular do método gradiente. O método de Newton-Raphson
utiliza !

t

= �H�1, sendo H a matriz hessiana. Entretanto, quando
o valor do ponto inicial ✓

0

não está próximo do ponto ótimo, a matriz
�H�1 pode não ser positiva-definida, dificultando o uso do método. Já
no método BFGS, uma estimativa de �H�1 é constrúıda iterativamente.
Para tanto, gera-se uma sequência de matrizes !

t+1

= !
t

+E
t

. A matriz
!
0

é a matriz identidade e E
t

é, também, uma matriz positiva-definida,
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pois em cada passo do processo iterativo !
t+1

é a soma de duas matrizes
positivas-definida.

A matriz E
t

é dada por

E
t

=
�
t

�
t

�0
t

�
t

+
!
t

�
t

�0
t

!
t

�0
t

!
t

�
t

� ⌫
t

dt,

com �
t

= �
t

�
t

= ✓
t+1

� ✓
t

, �
t

= g (✓
t+1

) � g (✓
t

), ⌫
t

= �0
t

!
t

�
t

e

d
t

=
⇣

1

�t�t

⌘
�
t

�
⇣

1

�

0
t!t�t

⌘
!
t

�
t

.

3.3 Modelo Logito Generalizado

O modelo de regressão loǵıstica usual é amplamente utilizado
para modelar a dependência entre dados binários e covar̂ıáveis. Este
sucesso deve-se à sua vasta aplicabilidade, à simplicidade de sua fórmula
e sua fácil interpretação. Este modelo funciona bem em muitas situações.
Contudo, tem como suposições que a simetria seja no ponto 1

2

da curva
de probabilidade esperada, ⇡(x), e que sua forma seja a da função de
distribuição acumulada da distribuição loǵıstica. Segundo Stukel (1988),
nas situações em que as caudas da distribuição de ⇡(x) são mais pesadas
o modelo logito usual não funciona bem.

Na Figura 3.1 encontram-se os gráficos da curva de probabili-
dade ⇡(x) considerando as prevalências amostrais de 1%, 15%, 30% e
50%. De acordo com estes gráficos, na situação de baixa prevalência, a
suposição de simetria na curva ⇡(x) no ponto 1

2

não é verificada. Este
fato indica que o modelo logito usual não é adequado para ajustar dados
com desbalanceamento acentuado.

Muitos autores apresentaram propostas de modelos que gene-
ralizam o modelo logito padrão. Prentice (1976) sugeriu uma ligação
bi-paramétrica utilizando a função de distribuição acumulada da trans-
formação log (F

2m1,2m2). A famı́lia de distribuições log(F ) contém a dis-
tribuição loǵıstica (m

1

= m
2

= 1), a Gaussiana, as distribuições do
mı́nimo e máximo extremo, a exponencial, a distribuição de Laplace e
a exponencial refletida. Este modelo é eficaz em muitas situações de-
vido à sua flexibilidade, no entanto, apresenta dificuldades computaci-
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Figura 3.1: Curvas de probabilidade para diferentes prevalências.

onais, já que as curvas de probabilidades estimadas devem ser calcula-
das através da soma de séries infinitas. Pregibon (1980) definiu uma
famı́lia de funções de ligação que inclui a ligação logito como um caso
especial. A curva de probabilidade esperada é a solução impĺıcita da
equação

�
⇡�1��2 � 1

�
/ (�

1

� �
2

) � [(1� ⇡)�1+�2 � 1]/ (�
1

+ �
2

) = ⌘. O
parâmetro �

1

controla as caudas da distribuição e �
2

determina a sime-
tria da curva de probabilidade ⇡. Aranda-Ordaz (1981) sugerem dois
modelos uniparamétricos, um deles simétrico e o outro assimétrico, como
alternativas ao modelo logito padrão. O modelo simétrico é dado pela
transformação 2[⇡�1�(1�⇡)�1 ]/�

1

[⇡�1+(1�⇡)�1 ] = ⌘, sendo que, quando
�
1

! 0, temos o modelo logito. Já o modelo assimétrico é dado por
log
�
[(1� ⇡)��2 � 1]/�

2

 
= ⌘, sendo que, quando �

2

= 1, temos o modelo
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logito e, quando �
2

= 0, temos o modelo complementar log-log.
A forma geral do modelo logito generalizado proposto por Stukel

(1988) é dada por

⇡
↵

(x
i

) =
eh↵(⌘)

1 + eh↵(⌘)
,

ou

log

✓
⇡
↵

(x
i

)

1� ⇡
↵

(x
i

)

◆
= h

↵

(⌘),

sendo que h
↵

(⌘) é uma função não-linear estritamente crescente indexada
por dois parâmetros de forma, ↵

1

e ↵
2

.
Para ⌘ � 0 (⇡ � 1

2

), h
↵

(⌘) é dada por

h
↵

=

8
><

>:

↵�1

1

�
e↵1|⌘| � 1

�
, ↵

1

> 0

⌘, ↵
1

= 0

�↵�1

1

log (1� ↵
1

|⌘|) , ↵
1

< 0

e, para ⌘  0 (⇡  1

2

),

h
↵

=

8
><

>:

�↵�1

2

�
e↵2|⌘| � 1

�
, ↵

2

> 0

⌘, ↵
2

= 0

↵�1

2

log (1� ↵
2

|⌘|) , ↵
2

< 0

Quando ↵
1

= ↵
2

= 0 o modelo resultante é o logito usual.
A função h aumenta mais rapidamente ou mais vagarosamente

do que a curva do modelo logito usual, como podemos ver na Figura 3.2.
Os parâmetros ↵

1

e ↵
2

determinam o comportamento das caudas. Se
↵
1

= ↵
2

a curva de probabilidade correspondente é simétrica.

3.3.1 Estimação

Os estimadores de máxima verossimilhança de (�,↵) podem ser
obtidos utilizando o algoritmo delta sugerido por Jorgensen (1984). Este
algoritmo é equivalente ao procedimento de mı́nimos quadrados pon-
derados para o ajuste dos parâmetros de modelos lineares generaliza-
dos, porém, neste caso, a matriz do modelo é atualizada depois de cada
iteração. No caso do modelo logito generalizado, a matriz do modelo
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Figura 3.2: Gráficos de ⇡ e h: a linha sólida representa o modelo lo-
gito usual, a linha tracejada corresponde ao modelo logito generalizado
com ↵ = (�1,�1) e a linha pontilhada corresponde ao modelo logito
generalizado com ↵ = (0, 25; 0, 25).

é a matriz usual X acrescida de duas colunas adicionais contendo as
variáveis z0 = (z

1,t+1

, z
2,t+1

) =
⇣
�@g(⇡)

@↵1
,�@g(⇡)

@↵2

⌘
|
�̂,↵̂

t

, sendo

z
i,t+1

=

8
>>><

>>>:

↵�2

i

{↵
i

|⌘|� 1 + exp(�↵
i

|⌘|)} sgn(⌘), ↵
i

> 0

1

2
⌘2sgn(⌘), ↵

i

= 0

↵�2

i

{↵
i

|⌘|+ (1� ↵
i

|⌘|) log(1� ↵
i

|⌘|)} sgn(⌘), ↵
i

< 0.

com ↵
i

= ↵̂
i,t

, ⌘ = ⌘̂
t

= x

0
�

t

e (�̂
t

, ↵̂
t

) a estimativa de (�,↵) na t-ésima
iteração. Os elementos de z correspondem aos parâmetros de forma e
devem ser atualizados a cada iteração.

Stukel (1985) sugere, ainda, uma maneira alternativa de estimar
os parâmetros do modelo logito generalizado, que consiste em estimar
o vetor de parâmetros � considerando vários valores de ↵ e escolhendo
como estimativa o conjunto de valores que maximize a verossimilhança.
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3.4 Modelo Logito com Resposta de Ori-

gem

Em muitas situações práticas possúımos uma variável resposta
binária com distribuição de origem pertencente a algumas classes de dis-
tribuições, isto é, a variável resposta possui alguma distribuição de ori-
gem, exceto a de Bernoulli e, por alguma razão, foi dicotomizada através
de um ponto de corte C arbitrário. Assim, podemos adicionar carac-
teŕısticas da distribuição original da variável resposta no modelo de re-
gressão loǵıstica usual. Esta metodologia foi proposta inicialmente por
Suissa (1991) e ampliada por Suissa & Blais (1995) em uma estrutura
de modelos lineares generalizados com função de ligação composta para
ajustar modelos de regressão loǵıstica com resposta log-normal. Nesta
seção, apresentamos a construção e o desenvolvimento dos modelos de
regressão loǵıstica para os casos de variável resposta com distribuição
normal, exponencial e log-normal.

3.4.1 Modelo normal

Sejam R
1

, R
2

, . . . , R
n

variáveis aleatórias independentes seguindo
distribuição N (µ

i

, �2), i = 1, . . . , n. Considerando C um ponto de corte
arbitrário e Y

1

, Y
2

, . . . , Y
n

tal que Y
i

= 1, se R
i

> C e Y
i

= 0, se R
i

 C,
temos P (Y

i

= 1) = P (R
i

> C) = ⇡
i

e P (Y
i

= 0) = P (R
i

 C) = 1�⇡
i

.
Desta forma, Y

i

⇠ Bernoulli (⇡
i

).
Na presença de p � 1 covariáveis relacionadas com a variável

resposta, a probabilidade do evento de interesse para o i-ésimo cliente
pode ser escrita através do modelo de regressão loǵıstica na forma

E (Y
i

) = ⇡(x
i

) = P (Y
i

= 1) =
ex

0
i

�

1 + ex
0
i

�

= g�1 (x0
i

�) , (3.11)

i = 1, . . . , n em que � = (�
0

, �
1

, . . . , �
p�1

)0 é o vetor de parâmetros
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associado às covariáveis do modelo. Logo,

⇡(x
i

) = P (Y
i

> C) = P


Z

i

>
C � µ

i

�

�

= P


Z

i

<
µ
i

� C

�

�
= �

✓
µ
i

� C

�

◆
, (3.12)

sendo Z
i

uma variável aleatória com distribuição normal padrão e distri-
buição acumulada �. Das equações (3.11) e (3.12), temos que

⇡(x
i

) = �

✓
µ
i

� C

�

◆
= g�1 (x0

i

�) , i = 1, . . . , n, (3.13)

ou ainda,

g (⇡(x
i

)) = g


�

✓
µ
i

� C

�

◆�
= x

0
i

� = ⌘
i

, i = 1, . . . , n,

na qual g [� (·)] é uma função de ligação composta que origina o preditor
linear x0

i

�. Tomando �
i

= (µ
i

� C)/� e assumindo � conhecido, pode-
mos dizer que este modelo faz parte da classe dos modelos lineares genera-
lizados cujo componente aleatório é o conjunto de variáveis independentes
com distribuição N (�

i

, 1) e a componente sistemática é dada pela função
de ligação composta g [� (·)] e pelo preditor linear ⌘

i

= x

0
i

�, i = 1, · · · , n.
A partir de (3.13) podemos escrever µ

i

como

µ
i

= ���1

⇥
g�1 (x0

i

�)
⇤
+ C, i = 1, . . . , n.

Logo, a função de verossimilhança pode ser escrita como

L
�
�, �2; r

�
=
�
2⇡�2

��n
2 exp

(
� 1

2�2

nX

i=1

�
r
i

� ���1

⇥
g�1 (x0

i

�)
⇤
� C

�
2

)
,

e o logaritmo da função de verossimilhança é dado por

l
�
�, �2; r

�
= �n

2
log
�
2⇡�2

�
� 1

2�2

nX

i=1

�
r
i

� ���1

⇥
g�1 (x0

i

�)
⇤
� C

�
2

.

(3.14)

59



Modelagem Para Eventos Raros

3.4.2 Modelo exponencial

Sejam R
1

, R
2

, . . . , R
n

variáveis aleatórias independentes seguindo
distribuição Exponencial (✓

i

), isto é,

f (r
i

) = ✓
i

e�✓iri , ✓
i

> 0, i = 1, . . . , n. (3.15)

Dessa forma,
P (R

i

> C) = e�✓iC , i = 1, . . . , n. (3.16)

A partir das equações (3.13) e (3.16), temos

e�✓iC = g�1 (x0
i

�) (3.17)

e, portanto,
g
�
e�✓iC

�
= x

0
i

�, (3.18)

sendo g [exp (·)] a função de ligação que origina o preditor linear x

0
i

�,
i = 1, . . . , n.

A função de verossimilhança para o modelo loǵıstico com resposta
exponencial é dada por

L (�; r) =
nY

i=1

(
� log [g�1 (x0

i

�)] [g�1 (x0
i

�)]�ri/C

C

)
. (3.19)

com ✓
i

dado por

✓
i

= � log [g�1 (x0
i

�)]

C
.

Aplicando o logaritmo em (3.19) temos a função de log-verossimilhança
dada por

l (�; r) =
nX

i=1

log
�
� log

⇥
g�1 (x0

i

�)
⇤ 

� 1

C

nX

i=1

r
i

log
⇥
g�1 (x0

i

�)
⇤
�n log (C) .

3.4.3 Modelo lognormal

Sejam R
1

, R
2

, . . . , R
n

variáveis aleatórias independentes seguindo
distribuição LN (µ

i

, �2), para i = 1, . . . , n. Então, log (R
1

) , . . . , log (R
n

)
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são variáveis aleatórias independentes seguindo distribuição normal com
média µ

i

e variância �2.
Devido à relação entre a distribuição lognormal e a distribuição

normal, os resultados para o modelo lognormal podem ser obtidos utili-
zando os resultados apresentados Subseção 3.4.1. para o modelo normal.
Para tal, basta substituir a constante C por log(C) e a variável resposta
R

i

por log(R
i

), i = 1, . . . , n. Desta forma, a probabilidade do evento de
interesse para o i-ésimo cliente ⇡(x

i

) é dada por

⇡(x
i

) = P


Z

i

<
µ
i

� log(C)

�

�
= �


µ
i

� log(C)

�

�
, i = 1, . . . , n.

(3.20)
na qual Z

i

é uma variável aleatória com distribuição normal padrão e
distribuição acumulada �. Logo, de (3.20) temos

µ
i

= ���1

⇥
g�1 (x0

i

�)
⇤
+ log(C). (3.21)

Considerando (3.21), a função de verossimilhança pode ser escrita
como

L
�
�, �2; r

�
=
�
2⇡�2

��n
2 exp

(
� 1

2�2

nX

i=1

[log(r
i

)� µ
i

]2
)
, (3.22)

com µ
i

= ���1 [g�1(x0
i

�)] + log(C), i = 1, . . . , n, e a função de log-
verossimilhança é escrita como

l(�, �; r) = �n

2
log(2⇡�2)� 1

2�2

nX

i=1

�
log(r

i

)� ���1

⇥
g�1(x0

i
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⇤
� log(C)

 
2

.

(3.23)

3.4.4 Estudo de simulação

Nesta seção apresentamos um estudo de simulação para anali-
sarmos os desempenhos dos modelos loǵısticos com resposta de origem
lognormal e usual, em duas prevalências. A distribuição lognormal é co-

61



Modelagem Para Eventos Raros

mum para variáveis do tipo Renda, Valor de Sinistro e Gasto. As métricas
v́ıcio, erro quadrático médio e erro absoluto médio são utilizadas para dar
suporte nesta comparação.

Na geração dos dados utilizamos três variáveis explicativas com
distribuição de Bernoulli, X

i1

, X
i2

e X
i3

. Foram geradas 1000 amos-
tras de tamanho n = 5000 com variável resposta R

i

⇠ LN(µ
i

, �2), com
µ
i

= ���1 [g�1(�
0

+ �
1

x
i1

+ �
2

x
i2

+ �
3

x
i3

)] + log(C)], i = 1, . . . , 5000.
Os valores atribúıdos para o vetor de parâmetros � = (�

0

, �
1

, �
2

, �
3

)0

para a geração de µ
i

foram, �
0

= �7, �
1

= 1, 0, �
2

= 2, 0, �
3

= 5, 0 e
� = 1, 0. O ponto de corte considerado foi C = 10. Duas prevalências,
0,01 e 0,1, são usadas nas bases. No primeiro caso de prevalência fo-
ram geradas covariáveis X

i1

⇠ Bernoulli(0, 1), X
i2

⇠ Bernoulli(0, 1)
e X

i2

⇠ Bernoulli(0, 1) e no segundo caso foram geradas covariáveis
X

i1

⇠ Bernoulli(0, 4), X
i2

⇠ Bernoulli(0, 4) e X
i2

⇠ Bernoulli(0, 4).
A Tabela 3.1 apresenta o v́ıcio amostral, o erro quadrático médio

(EQM), o erro absoluto médio (EAM) e a média das estimativas dos
parâmetros. Notamos que o v́ıcio, EQM e EAM das estimativas do mo-
delo logito com resposta de origem são inferiores às mesmas métricas,
calculadas através das estimativas produzidas pelo modelo logito usual.

Tabela 3.1: Qualidade do ajuste - distribuição de origem lognormal.

Modelo loǵıstico usual Modelo resposta de origem

p Vı́cio EQM EAM Estimativas Vı́cio EQM EAM Estimativas

0,01 �0 -0,146 0,460 0,351 -7,146 -0,011 0,013 0,093 -7,011

�1 -0,022 0,113 0,265 0,977 -0,0004 0,016 0,101 0,999

�2 -0,0003 0,094 0,241 1,999 -0,0005 0,016 0,101 1,999

�3 0,104 0,468 0,357 5,104 -0,008 0,0146 0,096 4,991

0,10 �0 -0,046 0,100 0,249 -7,046 -0,004 0,015 0,101 -7,004

�1 -0,001 0,013 0,092 0,998 -0,002 0,004 0,055 0,997

�2 0,001 0,014 0,095 2,001 0,003 0,004 0,055 2,003

�3 0,043 0,088 0,233 5,043 0,001 0,010 0,083 5,001

Os intervalos de confiança emṕıricos da razão das estimativas
dos modelos logito usual e logito com resposta de origem lognormal são
apresentados Tabela 3.2. Os resultados indicam que as estimativas de
ambos os modelos convergem. Além disso, a amplitude destes intervalos
considerando a prevalência 0,10 é inferior à amplitude apresentada pelos
intervalos considerando a prevalência de 0,01.
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Tabela 3.2: Intervalos de confiança emṕıricos da razão das estimativas - dis-
tribuição de origem lognormal.

p 90% 95% 99%

0,01 �0 (0,932; 1,126) (0,919; 1,159) (0,894; 1,254)

�1 (0,402; 1,480) (0,302; 1,563) (0,077; 1,786)

�2 (0,761; 1,238) (0,724; 1,288) (0,617; 1,367)

�3 (0,900; 1,174) (0,883; 1,216) (0,847; 1,356)

0,10 �0 (0,944; 1,072) (0,932; 1,085) (0,921; 1,125)

�1 (0,844; 1,157) (0,818; 1,192) (0,780; 1,240)

�2 (0,922; 1,076) (0,908; 1,089) (0,879; 1,089)

�3 (0,930; 1,097) (0,920; 1,117) (0,891; 1,169)

Os intervalos emṕıricos para a razão das chances dos modelos
logito usual e logito, com resposta de origem lognormal, são mostrados
nas Tabelas 3.3 e 3.4. Estes resultados indicam uma precisão superior
nas estimativas obtidas através do modelo logito com resposta de origem.
Além disso, quando comparamos a precisão dos resultados considerando
as duas prevalências, observamos que a amplitude dos intervalos cons-
trúıdos através de amostras com prevalência de 0,10 é inferior à ampli-
tude dos intervalos obtidos considerando amostras com prevalência de
0,01.

Tabela 3.3: Intervalos de confiança emṕıricos da razão das chances - modelo
logito usual - distribuição lognormal.

p 90% 95% 99%

0,01 �1 (1,457; 4,469) (1,306; 4,940) (1,062; 6,093)

�2 (4,397; 12,062) (3,973; 13,435) (3,336; 16,684)

�3 (87,12; 369,905) (81,527; 437,423) (62,517; 904,604)

0,10 �1 (2,234; 3,276) (2,159; 3,431) (2,053; 3,712)

�2 (6,059; 8,966) (5,886; 9,274) (5,574; 10,018)

�3 (101,215; 255,177) (94,817; 288,825) (82,262; 402,277)

As Tabelas 3.5 e 3.6 apresentam a probabilidade de cobertura
e a amplitude média, respectivamente, dos intervalos de confiança as-
sintóticos dos parâmetros dos modelos logito usual e logito com resposta
de origem lognormal. O ńıvel de confiança nominal é observado nos in-
tervalos de ambos os modelos; contudo, os intervalos para os parâmetros
do modelo logito com resposta de origem são mais precisos.
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Tabela 3.4: Intervalos de confiança emṕıricos da razão das chances - modelo
logito com resposta de origem - distribuição de origem lognormal.

p 90% 95% 99%

0,01 �1 (2,207; 3,329) (2,130; 3,473) (2,009; 3,890)

�2 (6,034; 9,192) (5,818; 9,528) (5,428; 10,209)

�3 (120,810; 180,553) (117,774; 187,391) (110,959; 199,106)

0,10 �1 (2,433; 3,037) (2,362; 3,123) (2,300; 3,265)

�2 (6,636; 8,323) (6,482; 8,496) (6,168; 8,739)

�3 (124,913; 176,059) (121,539; 180,823) (115,152; 192,856)

Tabela 3.5: Probabilidade de cobertura - distribuição de origem lognormal.

Modelo loǵıstico usual Modelo resposta de origem

p 90% 95% 99% 90% 95% 99%

0,01 �0 0,917 0,975 0,995 0,908 0,954 0,992

�1 0,898 0,952 0,993 0,921 0,961 0,992

�2 0,900 0,947 0,990 0,899 0,952 0,995

�3 0,905 0,970 0,992 0,910 0,967 0,993

0,10 �0 0,914 0,961 0,992 0,901 0,948 0,989

�1 0,899 0,954 0,994 0,899 0,953 0,987

�2 0,900 0,944 0,993 0,899 0,946 0,983

�3 0,900 0,960 0,994 0,901 0,948 0,987

Tabela 3.6: Amplitude média - distribuição de origem lognormal.

Modelo loǵıstico usual Modelo resposta de origem

p 90% 95% 99% 90% 95% 99%

0,01 �0 3,670 4,387 5,752 0,388 0,464 0,608

�1 1,094 1,308 1,715 0,432 0,517 0,678

�2 0,990 1,183 1,551 0,417 0,498 0,653

�3 3,662 4,376 5,739 0,412 0,492 0,645

0,10 �0 0,969 1,159 1,519 0,395 0,472 0,619

�1 0,387 0,463 0,607 0,226 0,270 0,354

�2 0,384 0,459 0,602 0,236 0,282 0,370

�3 0,908 1,085 1,423 0,330 0,395 0,518

3.5 Análise de Dados Reais

Nesta seção analisamos um conjunto de dados reais de uma ins-
tituição financeira, cuja variável resposta representa fraude em cartão de
crédito. As covariáveis são descritas com nomes fict́ıcios. Os dados ori-
ginais possuem 172452 observações, das quais apenas 2234 representam
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fraude, cerca de 1,30% do total.
A base de dados possui dez covariáveis, além da variável resposta

que indica fraude. As covariáveis foram categorizadas em dez classes
e, após análises bivariadas, definimos a categorização final utilizada nos
ajustes dos modelos. Aplicamos a técnica de seleção de variáveis stepwise
e esta técnica indicou cinco covariáveis que deveriam permanecer no mo-
delo final, duas covariáveis quantitativas X

1

e X
3

e três covariáveis dum-
mies, X

2

, com quatro categorias, X
4

, com dois categorias, e X
5

, com seis
categorias. A Tabela 3.7 mostra as estimativas dos parâmetros do mo-
delo de regressão loǵıstica usual e os testes individuais de Wald. As linhas
com repetição de uma covariável indicam as categorias desta variável.

A base original foi dividida em amostra treinamento, em que os
modelos foram ajustados, com 70% dos dados, e amostra teste com 30%
dos dados, utilizada para calcular as medidas preditivas referente a cada
modelo.

Tabela 3.7: Parâmetros estimados para o modelo logito usual.

Variáveis GL Estimativas Erro Padrão Teste de Wald Valor-p

Intercepto 1 -2,677 0,159 280,6489 0,0001

X1 1 0,588 0,034 290,583 0,0001

X2 1 0,500 0,062 65,021 0,0001

X2 1 0,215 0,064 11,307 0,0008

X2 1 -0,068 0,067 1,052 0,304

X2 1 -0,336 0,064 27,249 0,0001

X3 1 0,522 0,087 36,013 0,0001

X4 1 -0,411 0,146 7,916 0,004

X4 1 0,445 0,275 2,616 0,105

X5 1 -0,720 0,130 30,625 0,0001

X5 1 -0,233 0,085 7,560 0,006

X5 1 0,094 0,069 1,853 0,173

X5 1 0,278 0,070 15,788 0,0001

X5 1 0,161 0,110 2,134 0,144

X5 1 0,449 0,093 23,300 0,0001

De acordo com o teste de Wald, todas as variáveis apresentadas
na Tabela 3.7 são significativas. A Tabela 3.8 apresenta as estimativas
dos parâmetros do modelo logito limitado juntamente com o teste de
Wald, que indica que todas as variáveis apresentadas são significativas
no modelo, assim como o parâmetro w.

A Tabela 3.9 apresenta as estimativas dos parâmetros do modelo
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Tabela 3.8: Parâmetros estimados para o modelo logito limitado.

Variáveis GL Estimativas Erro Padrão Teste de Wald Valor-p

w 1 0,234 0,089 2,611 0,009

Intercepto 1 -0,770 0,686 -1,121 0,261

X1 1 0,704 0,077 9,116 <0,001

X2 1 0,602 0,091 6,546 <0,001

X2 1 0,240 0,078 3,083 0,0020

X2 1 -0,082 0,078 -1,058 0,289

X2 1 -0,401 0,080 -4,964 <0,0001

X3 1 0,677 0,138 4,891 <0,001

X4 1 -0,553 0,265 -2,086 0,036

X4 1 0,707 0,516 1,370 0,170

X5 1 -0,795 0,146 -5,437 <0,001

X5 1 -0,270 0,097 -2,773 0,005

X5 1 0,099 0,080 1,232 0,217

X5 1 0,323 0,086 3,749 0,0001

X5 1 0,149 0,129 1,155 0,247

X5 1 0,528 0,122 4,305 <0,001

logito generalizado, juntamente com o teste de Wald. A Tabela 3.10
mostra os valores das medidas AIC, BIC e -2log(verossimilhança) para
os três modelos ajustados. O modelo logito limitado apresenta o me-
lhor desempenho seguido pelo modelo logito usual e pelo modelo logito
generalizado.

Tabela 3.9: Parâmetros estimados para o modelo logito generalizado.

Variáveis GL Estimativas Erro Padrão Teste de Wald Valor-p

↵1 1 1,02

Intercepto 1 -1,266 0,050 -25,106 <0,001

X1 1 0,140 0,008 16,233 <0,001

X2 1 0,118 0,015 7,875 <0,001

X2 1 0,046 0,015 3,031 0,002

X2 1 -0,016 0,015 -1,116 0,264

X2 1 -0,079 0,013 -5,728 <0,001

X3 1 0,131 0,023 5,564 <0,001

X4 1 -0,103 0,046 -2,255 0,024

X4 1 0,136 0,089 1,514 0,129

X5 1 -0,147 0,025 -5,816 <0,001

X5 1 -0,052 0,018 -2,881 0,003

X5 1 0,017 0,015 1,101 0,270

X5 1 0,060 0,016 3,717 0,0002

X5 1 0,025 0,025 1,007 0,313

X5 1 0,104 0,023 4,478 <0,001

A Tabela 3.11 apresenta as medidas preditivas para os modelos
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Tabela 3.10: Medidas de qualidade do ajuste.

Modelo AIC BIC -2log(verossimilhança)

Logito Usual 8726,026 8854,676 8696,815

Logito Limitado 8725,026 8819,315 8693,026

Logito Generalizado 8729,12 8823,409 8697,120

logito usual, logito limitado, logito generalizado e logito usual constrúıdos
em amostras balanceadas com estimadores KZ1 e KZ2. Notamos que o
modelo logito usual com estimadores KZ2 constrúıdo em amostras ba-
lanceadas apresenta um desempenho preditivo ligeiramente superior aos
demais modelos. O Coeficiente de Correlação de Mathews está bastante
próximo para todos os modelos. O modelo logito generalizado apresenta
a maior sensibilidade seguido do modelo logito usual aplicado em amos-
tras balanceadas com estimadores KZ2.

Tabela 3.11: Medidas preditivas.

Modelo SENS SPEC VPP VPN CAT MCC

Logito Usual 0,632 0,683 0,052 0,985 0,682 0,109

Logito Usual-Balanceado 0,622 0,673 0,051 0,985 0,662 0,107

Logito Limitado 0,632 0,681 0,052 0,985 0,680 0,108

Logito Generalizado 0,713 0,616 0,049 0,987 0,618 0,109

Usual KZ1 0,701 0,627 0,049 0,986 0,629 0,109

Usual KZ2 0,703 0,674 0,053 0,985 0,674 0,113

Dos resultados apresentados podemos concluir que os desempe-
nhos preditivos dos modelos de classificação estudados foram similares.
No entanto, o modelo logito usual com estimadores KZ é o que apresenta
medidas indicando um poder predito mais efetivo.
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Caṕıtulo 4

Credit Scoring com Inferência

dos Rejeitados

Os modelos de Credit Scoring, como mencionado no Caṕıtulo 1,
são desenvolvidos a partir de bases históricas de performance de crédito
dos clientes, além de informações pertinentes ao produto. A amostra uti-
lizada no desenvolvimento de um modelo de Credit Scoring deve refletir
as caracteŕısticas presentes na carteira, ou na população total. Porém,
devido ao fato de que vários clientes não aprovados no processo de seleção
não tem seus comportamentos observados e são exclúıdos da amostra uti-
lizada na construção do modelo, mesmo pertencendo à população total
de clientes, suas peculiaridades não serão absorvidas por este modelo.
Desta forma, as amostras usuais, formadas apenas pelos clientes aceitos,
não são totalmente representativas da população de interesse e, possivel-
mente, existe um v́ıcio amostral intŕınseco. A Figura 4.1 apresenta um
esquema da distribuição dos dados para um modelo de Credit Scoring.

Esse v́ıcio pode ser mais ou menos influente no modelo final de
acordo com a proporção de rejeitados em relação ao total de proponen-
tes. Quanto maior essa proporção, mais importante é o uso de alguma
estratégia para a correção deste v́ıcio. Para solucionar esse problema,
apresentamos, neste caṕıtulo, algumas técnicas de inferência dos rejeita-
dos.
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Figura 4.1: Esquema da distribuição dos dados para um modelo de Credit
Scoring.

4.1 Métodos de Inferência dos Rejeitados

Uma premissa fundamental na modelagem estat́ıstica é que a
amostra selecionada para o modelo represente a população total de in-
teresse. Porém, nos problemas de Credit Scoring, geralmente, essa pre-
missa é violada, pois são utilizados apenas os proponentes aceitos, cujos
comportamentos foram observados. Os rejeitados, por sua vez, não são
observados e são usualmente descartados do processo de modelagem.

A inferência dos rejeitados é a associação de uma resposta para
o indiv́ıduo não observado de forma que seja posśıvel utilizar suas in-
formações em um novo modelo. Os principais métodos podem ser vistos
em Ash & Meesters (2002), Banasik & Crook (2005), Crook & Banasik
(2004, 2007), Feelders (2003), Hand (2001) e Parnitzke (2005).

Por mais simples que seja a definição do problema que estamos
abordando, é um trabalho complexo construir técnicas realmente efici-
entes de inferência dos rejeitados. As técnicas, por sua vez, possuem a
caracteŕıstica de serem mais ineficazes à medida que a proporção de re-
jeitados aumenta e, quanto maior a proporção de rejeitados, maior é a
necessidade de alguma estratégia para reduzir o v́ıcio amostral (Ash &
Meesters, 2002). Neste seção consideramos as técnicas da reclassificação,
ponderação e parcelamento.

4.1.1 Método da reclassificação

Uma das estratégias mais simples para inserir os proponentes
rejeitados na construção do modelo é, simplesmente, considerar toda po-
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pulação dos rejeitados como sendo maus pagadores. Essa estratégia pro-
cura reduzir o viés amostral baseado na ideia de que, na população dos
rejeitados, esperamos que a maioria seja de maus pagadores, embora
certamente possa haver bons pagadores em meio aos rejeitados. Adotado
esse método, os bons clientes que foram, inicialmente, rejeitados serão
classificados erroneamente e, consequentemente, os proponentes não re-
jeitados com perfis similares serão prejudicados (Thomas et al., 2002).
No entanto, pela caracteŕıstica desta técnica, é de se esperar um modelo
mais senśıvel, em que os elementos positivos sejam melhor identificados,
o que é de grande importância no contexto de escoragem de crédito.

4.1.2 Método da ponderação

Provavelmente, esta é a estratégia mais presente na literatura.
Como proposto em Banasik & Crook (2005), este método consiste em
assumir que a probabilidade de um cliente ser mau pagador independe
do fato de ter sido aceito ou não. Neste método, os rejeitados não contri-
buem diretamente para o modelo e as suas representações são feitas pelos
proponentes que possuem escores semelhantes, mas que foram aceitos.

Os proponentes aceitos são responsáveis em levar a informação
dos rejeitados para o modelo através de pesos atribúıdos, calculados de
acordo com os escores associados. O peso para o indiv́ıduo i é dado por
P
i

= 1/(1 � E
i

), sendo E
i

o seu escore. A ideia é que o peso seja inver-
samente proporcional ao escore obtido, fazendo com que os indiv́ıduos
aceitos mais próximos do ponto de corte obtenham peso maior, repre-
sentando assim a população dos rejeitados. Para um cliente aceito com
escore 0, 9 (lembramos que o evento de interesse é a inadimplência, por-
tanto, escores altos representam altos riscos de inadimplência), seu peso
é dado por P = 1/(1� 0, 9) = 1/0, 1 = 10, ou seja, esse elemento de alto
risco é considerado com peso 10 no modelo ponderado. Cada peso re-
presenta o número de vezes que cada observação será replicado no banco
de dados. O indiv́ıduo que tem peso 10 terá sua observação replicada
10 vezes na base de treinamento, o que faz com que o modelo loǵıstico
ajustado seja mais influenciado por esse elemento.

O modelo ponderado é gerado a partir dos indiv́ıduos aceitos
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com os pesos atribúıdos. Em Parnitzke (2005), é alcançado um aumento
de 1,03% na capacidade de acerto total em dados simulados, e nenhum
aumento quando baseado num conjunto de dados reais. Em Alves (2008),
os resultados foram bem similares aos do modelo loǵıstico usual.

4.1.3 Método do parcelamento

De acordo com Parnitzke (2005), para desenvolver essa estratégia,
devemos considerar um novo modelo, constrúıdo a partir da base dos pro-
ponentes aceitos. O próximo passo é dispor os solicitantes utilizados neste
novo modelo em faixas de escores. Essas faixas podem ser determinadas
de forma que os elementos escorados se distribuam de modo uniforme,
como apresentado na Tabela 4.1. Em cada faixa de escore verificamos a
taxa de inadimplência e, então, atribúımos escores aos rejeitados. Para
cada rejeitado é associado uma resposta do tipo bom ou mau pagador,
de forma aleatória e de acordo com as taxas de inadimplência observadas
nos proponentes aceitos. Assim, é constrúıdo um modelo com os clientes
aceitos e rejeitados com suas devidas respostas inferidas.

Tabela 4.1: Esquema da distribuição dos rejeitados no método do parce-
lamento
Faixa de Escore Bons Maus % Maus Rejeitados Bons Maus

0-121 285 15 5,00 25 24 1
121-275 215 85 28,33 35 25 10
275-391 165 135 45,00 95 52 43
391-601 100 200 66,66 260 87 173
601-1000 40 260 86,66 375 50 325

Conforme os escores aumentam, a concentração de maus fica
maior em relação a de bons pagadores (o evento de interesse aqui é mau
pagador). Essa proporção é utilizada para distribuir os rejeitados, que
pertencem a tais faixas de escores, como indicado nas duas últimas colu-
nas da Tabela 4.1.

Os resultados apresentados por essa técnica também são similares
aos usuais, e em alguns casos, leva a pequenos melhoramentos.
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4.1.4 Outros métodos

Uma estratégia, não muito conveniente para a empresa, é a de
aceitar todos os solicitantes por um certo peŕıodo de tempo, para que
seja posśıvel criar um modelo completamente não viciado. No entanto,
essa ideia não é bem vista, pois o risco envolvido em aceitar proponentes
nos escores mais baixos pode não compensar o aumento de qualidade
que o modelo possa vir a gerar. Outra ideia seria aceitar apenas uma
pequena parcela dos que seriam rejeitados, o que é prática em algumas
instituições.

Outro método é o uso de informações de mercado (bureau de
crédito), obtidas de alguma central de crédito que possui registros de
atividades de créditos dos proponentes. Isto permite verificar como os
proponentes duvidosos se comportam em relação aos outros tipos de com-
promissos, como contas de cartões de créditos, de energia, de telefone,
seguros etc.

Os proponentes rejeitados são avaliados em dois momentos; o pri-
meiro é quando solicitam o crédito e o segundo ocorre em algum tempo
depois, permitindo, assim, um peŕıodo de avaliação pré-determinado. No
primeiro momento, pode ser que os proponentes não possúıam irregula-
ridade e permaneceram nesta situação ou adquiriram alguma irregulari-
dade durante o peŕıodo de avaliação. De forma análoga, os que possúıam
irregularidade, podem ou não possuir no segundo momento. Após uma
comparação entre as informações obtidas e as informações da proposta
de crédito, classificamos o indiv́ıduo como bom ou mau pagador.

Um novo modelo é constrúıdo considerando o banco de dados
com os clientes aceitos (classificados como bom ou mau pagador segundo
a própria instituição) acrescido dos clientes rejeitados com resposta defi-
nida a partir de suas informações de mercado. Para a construção de um
modelo com esta estratégia, devemos considerar que, certamente, existem
mais informações acerca dos proponentes do que nas outras estratégias
descritas, e, portanto, esperamos um melhor modelo. No entanto, o
acesso a essas informações pode requerer um investimento financeiro que
não deve ser desconsiderado (Rocha & Andrade, 2002).
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4.2 Aplicação

Dois bancos de Credit Scoring de livre domı́nio, dispońıveis na in-
ternet no website do UCI Machine Learning Repository, foram utilizados
para ilustrar as estratégias de inferência dos rejeitados apresentadas neste
caṕıtulo. Modelos de regressão loǵıstica foram ajustados e as medidas
de avaliação, como sensibilidade (SENS), especificidade (SPEC), valor
preditivo positivo (VPP), valor preditivo negativo (VPN), acurácia ou
capacidade de acerto total (CAT), coeficiente de correlação de Matthews
(MCC) e custo relativo (CR), descritas no Caṕıtulo 1, foram usadas para
avaliar a qualidade do ajuste.

A primeira base é a German Credit Data, que consiste de 20
variáveis cadastrais, sendo 13 categóricas e 7 numéricas, e 1000 ob-
servações de utilizadores de crédito, dos quais 700 correspondem a bons
pagadores e 300 (prevalência de 30% de positivos) a maus pagadores. A
segunda base é o Australian Credit Data, que consiste de 14 variáveis,
sendo 8 categóricas e 6 cont́ınuas, e 690 observações, das quais 307 (pre-
valência de 44,5% de positivos) são inadimplentes e 383 são adimplentes.

Para simular a situação em que temos rejeitados na amostra, fo-
ram separados os indiv́ıduos do banco de dados de ajustes que obtiveram
escore mais alto segundo um modelo proposto, com uma metade aleatória
de observações do banco de dados para avaliação.

A implementação do método da reclassificação é muito simples.
Em cada indiv́ıduo da população dos rejeitados é inferida a resposta mau
pagador e, com uma nova base constitúıda dos aceitos e dos rejeitados, é
constrúıdo o modelo de regressão loǵıstica e o bagging (ver Caṕıtulo 5).

Na estratégia da ponderação devemos ter, inicialmente, um mo-
delo aceita - rejeita, que forneça a probabilidade de inadimplência de
todos os proponentes. Com este modelo atribúımos escore a cada cliente
e associamos um peso em cada indiv́ıduo da população dos aceitos, como
descrito na Subseção 4.1.2.

No método do parcelamento devemos inferir o comportamento
dos rejeitados a partir das taxas de inadimplência, observadas na po-
pulação dos aceitos. O procedimento consiste em ajustar um modelo
a partir dos aceitos e dividir os proponentes em faixas de escores ho-
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mogêneas. Consideramos 7 faixas de escore, sendo que esse número foi
escolhido devido a divisibilidade que é necessária em relação ao tamanho
das amostras de treinamento. Em cada faixa, é calculada a taxa de ina-
dimplência, verificando quantos são maus pagadores em relação ao total.
Essa proporção aumenta na medida em que os escores aumentam e, nas
faixas mais altas, esperamos altas taxas de inadimplência enquanto que
nos escores menores esperamos taxas de inadimplência menores.

Ainda com o modelo dos aceitos, atribúımos escores à população
dos rejeitados. Utilizando as mesmas faixas de escore dos aceitos, dis-
tribúımos os rejeitados escorados e, por fim, atribúımos de forma aleatória
a resposta bom/mau pagador na mesma proporção das taxas obtidas nos
aceitos. Assim a inferência está completa e o modelo final é gerado com
os aceitos acrescidos dos rejeitados.

A análise é feita considerando 10%, 30% e 50% de rejeitados
simulados. Cada modelo foi simulado 200 vezes, variando a amostra
teste dos dados reais. Os resultados obtidos são resumidos pelos seus
valores médios.

No Australian Credit Data obtivemos o menor custo relativo no
método da reclassificação, enquanto que as demais estratégias apresen-
taram resultados piores que as do modelo usual. Em relação ao MCC e
acurácia obtivemos resultados análogos, com as maiores medidas ainda
no método da reclassificação.

Na prevalência 30%, o método da reclassificação e ponderação fo-
ram melhores, sendo que o primeiro método apresentou MCC e acurácia
maiores que o do segundo. Na prevalência 50% nenhuma estratégia supe-
rou o modelo usual em relação ao custo relativo, enquanto que o método
da reclassificação obteve o maior MCC.

No German Credit Data com prevalência de rejeitados 10% e
30%, o método da reclassificação foi o único que apresentou melhoras,
usando as métricas custo relativo e MCC, em relação ao usual. O método
da ponderação foi o único que apresentou melhoras, usando a acurácia.
Na prevalência 50% o modelo com reclassificação supera os demais em
relação ao MCC.

Podemos notar que em diversas situações as estratégias de in-
ferências podem trazer ganhos positivos na modelagem, ainda que pe-
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quenos. No geral, o método que mais se destacou foi o da reclassi-
ficação, apresentando melhorias na maioria das configurações utilizadas.
Os métodos da ponderação e parcelamento apresentaram bons resulta-
dos apenas em algumas situações, não diferindo muito do modelo loǵıstico
usual.

Em śıntese, de acordo com os resultados apresentados, podemos
dizer que a melhor estratégia para um modelo de Credit Scoring seria o
uso da reclassificação. Sua estrutura de modelagem é simples, o aumento
do custo computacional é mı́nimo e induz a um modelo com sensibilidade
maior. Ainda que o viés amostral continue presente, de uma maneira
diferente e teoricamente menor, os modelos gerados tendem a identificar
com uma maior precisão a população dos maus pagadores.
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Tabela 4.2: Inferência dos rejeitados no German e Australian Credit Data
Medidas de Australian German
Avaliação 10% 30% 50% 10% 30% 50%
SPEC 0,81577 0,83640 0,93270 0,76371 0,84486 0,89352
SENS 0,38247 0,34607 0,18663 0,39300 0,28011 0,18656
VPP 0,78290 0,80213 0,86486 0,51568 0,57179 0,59152

USUAL VPN 0,67840 0,66734 0,61080 0,76446 0,74514 0,72698
CAT 0,62295 0,61820 0,60070 0,65250 0,67543 0,68143
MCC 0,31492 0,29732 0,24889 0,20374 0,19771 0,18054
CR 0,40297 0,41317 0,42637 0,33000 0,37270 0,39910

SPEC 0,80279 0,82423 0,81820 0,71762 0,73714 0,66505
SENS 0,42888 0,38146 0,33517 0,45767 0,43722 0,47122
VPP 0,77510 0,78079 0,76942 0,50502 0,50442 0,43902

RECLASS. VPN 0,68922 0,66869 0,66220 0,77615 0,77430 0,78279
CAT 0,63640 0,62720 0,60325 0,63963 0,64717 0,60690
MCC 0,33108 0,32485 0,28626 0,21600 0,22211 0,19386
CR 0,39480 0,39617 0,40257 0,29077 0,36420 0,39980

SPEC 0,93117 0,93523 0,94360 0,78681 0,84310 0,88362
SENS 0,13090 0,14416 0,12112 0,36522 0,27944 0,19611
VPP 0,84548 0,83496 0,86095 0,52650 0,56567 0,59888

POND. VPN 0,58867 0,59705 0,58899 0,75836 0,74274 0,73139
CAT 0,57505 0,58320 0,57760 0,66033 0,67400 0,67737
MCC 0,21532 0,23893 0,22877 0,19947 0,18609 0,17576
CR 0,41397 0,39660 0,41310 0,44000 0,42090 0,42990

SPEC 0,82414 0,87541 0,87757 0,75219 0,79490 0,86848
SENS 0,30371 0,22180 0,21011 0,36256 0,29944 0,20733
VPP 0,74920 0,74826 0,66729 0,49688 0,51014 0,59824

PARC. VPN 0,65100 0,62264 0,60909 0,75472 0,74218 0,73017
CAT 0,59255 0,58455 0,58055 0,63530 0,64627 0,67013
MCC 0,24761 0,26282 0,21562 0,17135 0,16359 0,17002
CR 0,41027 0,41890 0,42543 0,33538 0,41120 0,41470
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Caṕıtulo 5

Combinação de Modelos de

Credit Scoring

Uma das estratégias mais utilizadas para aumentar a precisão
em uma classificação é o uso de combinação de modelos. A ideia consiste
em tomar as informações fornecidas por diferentes mecanismos e agregar
essas informações em uma única predição. No contexto de Credit Scoring,
a estratégia é acoplar as informações por reamostragem dos dados de
treinamento.

Breiman (1996) propôs a técnica bagging, que é baseada na rea-
mostragem com reposição dos dados de treinamento, gerando vários mo-
delos distintos para que, então, possam ser combinados. Neste caṕıtulo
descrevemos o algoritmo bagging e algumas formas de combinação de
escores.

5.1 Bagging de Modelos

O bagging (bootstrap aggregating) é uma técnica em que cons-
trúımos diversos modelos baseados nas réplicas bootstrap de um banco
de dados de treinamento. Todos os modelos são combinados, de forma a
encontrar um preditor que represente a informação de todos os modelos
gerados.

A caracteŕıstica principal, que deve estar presente na base de
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dados, para que este procedimento apresente bons resultados é a insta-
bilidade. Um modelo é instável se pequenas variações nos dados de trei-
namento leva a grandes alterações nos modelos ajustados. Quanto mais
instável é o classificador básico, mais variados serão os modelos ajus-
tados pelas réplicas bootstrap e, consequentemente, teremos diferentes
informações fornecidas pelos modelos, aumentando a contribuição para o
preditor combinado. Se o classificador básico for estável, as réplicas ge-
rariam, praticamente, os mesmos modelos e não haveriam contribuições
relevantes para o preditor combinado final. Algoritmos de modelagem,
como redes neurais e árvores de decisão, são exemplos de classificadores
usualmente instáveis (Kuncheva, 2004). Em Bühlmann & Yu (2002) é
feita uma análise do impacto da utilização do bagging no erro quadrático
médio e na variância do preditor final, utilizando uma definição algébrica
de instabilidade.

Desde que a técnica bagging foi publicada, diversas variantes fo-
ram desenvolvidas. Bühlmann & Yu (2002) propõem a variante subagging
(subsample aggregating), que consiste em retirar amostras aleatórias sim-
ples, de tamanho menores, dos dados de treinamento. A combinação é
feita, usualmente, por voto majoritário, mas é posśıvel também o uso
de outras técnicas. Essa estratégia apresenta resultados ótimos quando
o tamanho das amostras é a metade do tamanho do conjunto de dados
de treinamento (half-subagging). No artigo é mostrado que os resultados
com half-subagging são praticamente iguais aos do bagging, principal-
mente em amostras pequenas.

Louzada-Neto et al. (2011) propõem um procedimento que ge-
neraliza a ideia de reamostragem do bagging, chamado poly-bagging. A
estratégia é fazer reamostras sucessivas nas próprias amostras bagging
originais. Cada reamostragem aumenta um ńıvel na estrutura e comple-
xidade da implementação. Os resultados obtidos por simulações foram
expressivos, mostrando que é posśıvel reduzir ainda mais a taxa de erro
de um modelo. A técnica se mostra poderosa em diversas configurações
de tamanhos amostrais e prevalências.

Desta forma, na modelagem via bagging, a aplicação dos no-
vos clientes deve passar por todos os modelos constrúıdos na estrutura,
ou seja, cada cliente é avaliado por todos os modelos. Com essas in-
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formações, um novo escore será obtido, por meio da aplicação dos escores
anteriores, usando uma espećıfica função combinação.

O procedimento bagging, com B representando o número de ré-
plicas utilizadas, é descrito nos seguintes passos:

• Geramos L⇤
1

, . . . , L⇤
B

réplicas bootstrap da amostra treinamento L;

• Para cada réplica i geramos o modelo com preditor S⇤
i

, i = 1, . . . , B;

• Combinamos os preditores para obter o preditor bagging S⇤.

Na próxima seção discutimos várias propostas para a combinação
dos S⇤

i

, i = 1, . . . , B. Para isto, considere os preditores S⇤
i

e a função
combinação c(S⇤

1

, . . . , S⇤
B

) = S⇤.

5.2 Métodos de Combinação

5.2.1 Combinação via média

A combinação via média é uma das mais comuns na literatura,
de fácil implementação, e é dada por

S⇤ = c(S⇤
1

, . . . , S⇤
B

) =
1

B

BX

i=1

S⇤
i

. (5.1)

Em termos gerais, como proposto em Kuncheva (2004), podemos
escrever a equação (5.1) como caso particular da equação

S⇤ =

 
1

B

BX

i=1

(S⇤
i

)↵
! 1

↵

, (5.2)

quando ↵ = 1.
Essa formulação permite a dedução de outros tipos menos co-

muns de combinação, que podem ser utilizadas em situações mais es-
pećıficas. Além do caso ↵ = 1, gerando a combinação por média, temos
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outros casos particulares interessantes. Se ↵ = �1, a equação (5.2) re-
presenta uma combinação via média harmônica, se ↵ ! 0 a equação re-
presenta uma combinação via média geométrica. Se ↵ ! �1 a equação
representa uma combinação via mı́nimo e se ↵ ! 1 a equação representa
uma combinação via máximo.

Estas estratégias podem ser usadas de acordo com o conservado-
rismo ou otimismo que desejamos exercer sobre a modelagem. Quanto
menor o valor de ↵, mais próxima estaremos da combinação via mı́nimo,
que é otimista por tomar o menor escore dentre os modelos gerados. Se
escolhemos valores altos para ↵, o valor do escore tenderá a aumentar,
representando uma combinação com tendências conservadoras.

5.2.2 Combinação via voto

A combinação por voto é também uma estratégia simples. Inici-
amos associando o escore com a classificação final dos clientes. Seja C⇤

i

a
variável que corresponde à classificação associada ao escore S⇤

i

, definida
a partir do ponto de corte c escolhido, isto é,

C⇤
i

= 1 se S⇤
i

> c
i

e C⇤
i

= 0 caso contrário.

A partir dos classificadores C⇤
i

, definimos a combinação por voto
majoritário da seguinte forma:

C⇤ = 1 se
BX

i=1

C⇤
i

�

B

2

�
e C⇤ = 0 caso contrário, (5.3)

com [·] representando a função maior inteiro. Nos casos em que B

é ı́mpar, temos uma maioria absoluta dos classificadores, no entanto,
quando B é par pode ocorrer casos de empate e, segundo a definição em
(5.3), será classificado como 1.

Neste trabalho, analisamos a combinação via voto de uma ma-
neira geral, variando todos os posśıveis números de votos k. Assim,

C⇤ = 1 se
BX

i=1

C⇤
i

� k e C⇤ = 0 caso contrário,
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com k = 0, . . . , B.

5.2.3 Combinação via regressão loǵıstica

A combinação via regressão loǵıstica foi apresentada em Zhu
et al. (2001). Esta estratégia consiste em combinar os preditores con-
siderando-os como covariáveis em um modelo de regressão loǵıstica, ou
seja,

S⇤ = log

✓
P (Y = 1|S⇤

1

, . . . , S⇤
B

)

1� P (Y = 1|S⇤
1

, . . . , S⇤
B

)

◆
= �

0

+
BX

i=1

�
i

S⇤
i

,

em que P (Y = 1|S⇤
1

, . . . , S⇤
B

) representa a probabilidade do evento de
interesse.

Essa combinação pode ser interpretada como uma espécie de
combinação linear ponderada, de forma que o modelo de regressão loǵıstica
aponte os modelos mais influentes na explicação da variável resposta por
meio de seus coeficientes. A combinação linear ponderada é dada por

S⇤ =
BX

i=1

w
i

S⇤
i

, tal que
BX

i=1

w
i

= 1.

Quando escolhemos os valores de w
i

de forma que maximize uma ou
mais medidas preditivas temos um custo computacional adicional. Para
pequenos valores de B o processo já é bastante ineficaz, inviabilizando
uma escolha livre para este parâmetro, que normalmente não é tão baixo.
Nesse sentido, a combinação via regressão loǵıstica apresenta uma boa
alternativa e é computacionalmente eficaz.

5.3 Aplicação

Nesta seção aplicamos as técnicas apresentadas em um banco de
dados de Credit Scoring de livre domı́nio, dispońıvel na internet no web-
site do UCI Machine Learning Repository. A base, German Credit Data,
consiste de 20 variáveis cadastrais, sendo 13 categóricas e 7 numéricas,
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e 1000 observações de utilizadores de crédito, dos quais 700 são bons
pagadores e 300 (prevalência de 30% de positivos) são maus pagadores.

Como proposto em Hosmer & Lemeshow (2000), separamos 70%
dos dados dispońıveis como amostra de treinamento e os 30% restantes
ficam reservados para o cálculo das medidas de desempenho dos modelos,
como descritas no Caṕıtulo 1.

Com a amostra de treinamento dispońıvel, são retiradas 25 répli-
cas bootstrap e, então, constrúımos os modelos da estrutura do bagging. O
valor de 25 réplicas foi escolhido baseado no trabalho de Breiman (1996),
o qual mostra que as medidas preditivas analisadas convergem rapida-
mente em relação ao número de modelos. A diferença entre a modelagem
com 25 e 50 réplicas foram mı́nimas. A partir dos modelos, constrúıdos
nas amostras bootstrap, atribúımos os escores para os clientes da amostra
teste. Utilizando um método de combinação, determinamos o preditor
final para cada cliente. A escolha dos pontos de corte é feita de tal forma
que maximize o MCC do preditor final, analisando numericamente seu
valor em cada incremento de 0,01 no intervalo [0, 1]. Para resultados
estáveis, foram simuladas 1000 vezes cada modelagem. O software utili-
zado nos ajustes foi o SAS (versão 9.0) e o processo de seleção de variáveis
utilizado nas regressões foi o stepwise.

Em todos os modelos foram utilizadas subamostras estratificadas
em relação a variável resposta, isto é, cada subamostra gerada preservou
a prevalência da resposta observada.

Na combinação via média utilizamos ↵ = �11,�10, · · · , 10, 11.
Na combinação via voto é necessário classificar cada escore gerado pelas
réplicas bootstrap. A classificação do escore é feita buscando o valor
do ponto de corte, por todo intervalo [0, 1], que maximiza a medida
de desempenho MCC. Analisaremos os modelos em todas as posśıveis
contagens de votos, isto é, para todo k = 1, 2, · · · , 25. Na combinação
via regressão loǵıstica, inicialmente, consideramos os modelos bagging
da amostra de treinamento com os escores atribúıdos nos clientes da
própria amostra de treinamento. Com esses escores geramos o banco de
dados para uma regressão loǵıstica, ou seja, os escores obtidos em cada
modelo correspondem aos valores das covariáveis para a regressão. Os
coeficientes estimados desta última regressão são utilizados para gerar o
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escore combinado da amostra teste. Consideramos o caso da regressão
loǵıstica sem intercepto, que é o que mais se aproxima de uma combinação
ponderada e o caso da regressão loǵıstica com intercepto, a fim de verificar
seu impacto como parâmetro extra na combinação.

No estudo foram feitas 1000 simulações, variando a distribuição
da amostra teste e treinamento. Usamos as combinações via média, voto
e regressão loǵıstica, e, também, o modelo usual. A Figura 5.1 mostra
os resultados obtidos pelas combinação por voto. Observe que à medida
em que os valores de k aumentam, o modelo torna-se menos conservador.
A sensibilidade e o valor preditivo negativo são maiores quando k = 1 e
decresce para valores k > 1. A situação contrária ocorre na especificidade
e no valor preditivo positivo, pois os maiores valores estão associados aos
maiores valores de k.

A maior acurácia e menor custo relativo estão em k = 20, em
um modelo com alta especificidade e baixa sensibilidade. O coeficiente
de correlação atinge seu pico em k = 9 e é inferior ao encontrado na
combinação com k = 20.

Note que a curva do custo relativo segue decrescente, ao passo
que a acurácia é crescente, e tendem a se estabilizar depois de k = 13,
aproximadamente.

A Figura 5.2 mostra os resultados obtidos pelas combinação via
média, em que obtivemos resultados relativamente mais estáveis. A sen-
sibilidade aumentou junto com ↵ e a especificidade diminuiu. As demais
medidas ficaram relativamente estáveis, com pouca variação. O menor
custo relativo é apontado pela combinação via mı́nimo, no entanto, pos-
sui o menor MCC e sensibilidade.

Nos valores positivos de ↵ encontramos os melhores valores para
o MCC, sendo seu máximo em ↵ = 4, juntamente com a melhor sensibi-
lidade.

Diante desses resultados, tomamos os dois melhores valores de k,
7 e 20, e de ↵, 4 e 5, e comparamos com o modelo usual e a combinação
via regressão loǵıstica. A Figura 5.3 mostra os resultados obtidos.

A combinação via regressão loǵıstica apresenta resultado similar
às outras duas combinações. A influência do intercepto apenas translada
os escores, de forma que não afeta a classificação final, pois o que im-
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Figura 5.1: Combinações via votos - German Credit Data.

porta realmente é a ordem dos escores. No entanto, o fato de não usar
intercepto pode levar a alterações nos outros parâmetros estimados na
combinação, o que justifica as pequenas diferenças entre os modelos.

O menor custo relativo está na combinação por voto com k = 20,
entretanto, simultaneamente apresenta os menores valores de MCC e
sensibilidade (menores também que o modelo sem combinação alguma).
As combinações via regressão loǵıstica apresentaram os melhores valo-
res para a correlação e o segundo melhor resultado em relação ao custo
relativo, acurácia e especificidade.

Através dos resultados obtidos na análise notamos que houve
um aumento considerado no desempenho do modelo com combinação
via regressão loǵıstica. Essa combinação obteve os melhores resultados
para a acurácia, MCC e custo relativo. A variação dos valores de k e ↵
como parâmetros de calibração da combinação é bastante eficaz e podem
trazer melhorias em relação às combinações usuais.
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Figura 5.2: Combinações via médias - German Credit Data.

Figura 5.3: Comparação entre os melhores modelos - German Credit
Data.
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Caṕıtulo 6

Análise de Sobrevivência

Do ponto de vista dos gestores do crédito, o questionamento
básico à concessão consiste em saber qual a propensão à inadimplência
do cliente. Considerando a modelagem apresentada até o momento neste
livro, a resposta a essa pergunta, vem dos modelos de classificação dire-
cionados na determinação do escore de crédito, correspondendo à chance
do cliente estar ou não propenso à inadimplência.

A questão básica aqui é a pontualidade da modelagem, atribúıda
à simplificação da real resposta a uma determinada concessão de crédito.
Na verdade, a partir da entrada do cliente na base, antes mesmo do
final do peŕıodo de desempenho, este pode tornar-se mau pagador e a
resposta à concessão do crédito é obtida, ou seja, temos o verdadeiro
momento da resposta do cliente à concessão. Entretanto, baseados no
planejamento amostral usual descrito no Caṕıtulo 1, utilizado para o de-
senvolvimento da modelagem de Credit Scoring, esperamos até o final do
peŕıodo de desempenho para, então, indicar se o desempenho do cliente
foi bom ou mau por meio de uma variável dicotômica 0 ou 1. Isto é,
simplificamos a resposta. Apesar de termos o instante da ocorrência da
resposta (no nosso caso, negativa) do cliente à concessão do crédito desde
a sua entrada na base, este momento é ignorado, em detrimento de sua
transformação simplificadora a uma resposta dicotômica pasśıvel de ser
acomodada por técnicas usuais de modelagem de Credit Scoring. É o
que podemos chamar de representação discreta do risco de crédito do cli-
ente. Entretanto, o que não podemos esquecer é que, apesar dos pontos
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de contato do cliente com a empresa serem discretos (pontuais), o rela-
cionamento cliente-empresa é cont́ınuo a partir de sua entrada na base.
Assim, intuitivamente, é natural pensarmos em adaptar a técnica de mo-
delagem à uma resposta temporal do cliente à concessão, direcionando
os procedimentos estat́ısticos a uma visão cont́ınua do relacionamento
cliente-empresa, ao invés de simplificar a resposta do cliente relacionada
à concessão do crédito, adequando-a às técnicas usuais de modelagem.
É o que chamamos de modelagem temporal de Credit Scoring. Assim,
consideramos uma metodologia conhecida por análise de sobrevivência.

6.1 Algumas Definições Usuais

A análise de sobrevivência consiste em uma coleção de procedi-
mentos estat́ısticos para a análise de dados relacionados ao tempo de-
corrido desde um tempo inicial, pré-estabelecido, até a ocorrência de um
evento de interesse. No contexto de Credit Scoring, o tempo relevante é
o medido entre o ingresso do cliente na base de usuários de um produto
de crédito até a ocorrência de um evento de interesse, como por exemplo,
um problema de inadimplência.

As principais caracteŕısticas das técnicas de análise de sobre-
vivência são sua capacidade de extrair informações de dados censurados,
ou seja, daqueles clientes para os quais, no final do acompanhamento no
peŕıodo de desempenho, o problema de crédito não foi observado, além
de levar em consideração os tempos para a ocorrência dos eventos. De
maneira geral, um tempo censurado corresponde ao tempo decorrido en-
tre o ińıcio e o término do estudo ou acompanhamento de um indiv́ıduo
sem ser observada a ocorrência do evento de interesse para ele.

Na análise de sobrevivência, o comportamento da variável aleatória
tempo de sobrevida, T � 0, pode se expresso por meio de várias funções
matematicamente equivalentes, tais que, se uma delas é especificada, as
outras podem ser derivadas. Essas funções são: a função densidade de
probabilidade, f(t), a função de sobrevivência, S(t), e a função de risco,
h(t), que são descritas com mais detalhes a seguir. Essas três funções
são utilizadas na prática para descrever diferentes aspectos apresentados
pelo conjunto de dados.
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A função densidade é definida como o limite da probabilidade de
observar o evento de interesse em um indiv́ıduo no intervalo de tempo
[t, t+�t] por unidade de tempo, podendo ser expressa por

f(t) = lim
�t!0

P (t  T < t+�t)

�t
. (6.1)

A função de sobrevivência é uma das principais funções proba-
biĺısticas usadas para descrever dados de tempo de sobrevivência. Tal
função é definida como a probabilidade de não ser observado o evento de
interesse para um indiv́ıduo até um certo tempo t, ou seja, a probabili-
dade de um indiv́ıduo sobreviver ao tempo t sem o evento. Em termos
probabiĺısticos esta função é dada por

S(t) = P (T > t) = 1� F (t), (6.2)

tal que S(t) = 1 quando t = 0 e S(t) = 0 quando t ! 1 e F (t) =
R

t

0

f(u)
du representa a função de distribuição acumulada.

A função de risco, ou taxa de falha, é definida como o limite da
probabilidade de ser observado o evento de interesse para um indiv́ıduo
no intervalo de tempo [t, t+�t] dado que o mesmo tenha sobrevivido
até o tempo t, e expressa por

h(t) = lim
�t!0

P (t  T < t+�t | T � t)

�t
.

Esta função também pode ser definida em termos de (6.1) e (6.2) por
meio da expressão

h(t) =
f(t)

S(t)
, (6.3)

descrevendo assim o relacionamento entre as três funções que geralmente
são utilizadas para representar o comportamento dos tempos de sobre-
vivência.

Devido a sua interpretação, a função de risco é muitas vezes utili-
zada para descrever o comportamento dos tempos de sobrevivência. Essa
função descreve como a probabilidade instantânea de falha, ou taxa de
falha, se modifica com o passar do tempo, sendo conhecida também como
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taxa de falha instantânea, força de mortalidade e taxa de mortalidade
condicional (Cox & Oakes, 1994).

Como visto, as funções densidade de probabilidade, de sobre-
vivência e de risco são matematicamente equivalentes. Algumas relações
básicas podem ser utilizadas na obtenção de uma destas funções quando
uma delas é especificada, além da expressão que relaciona essas três
funções descritas em (6.3).

A função densidade de probabilidade é definida como a derivada
da função densidade de probabilidade acumulada utilizada em (6.1), isto
é

f(t) =
@F (t)

@t
.

Como F (t) = 1� S(t) pode-se escrever

f(t) =
@ [1� S(t)]

@t
= �S 0(t). (6.4)

Substituindo (6.4) em (6.3) obtemos

h(t) = �S 0(t)

S(t)
= �@ [logS(t)]

@t
.

Dessa forma temos

logS(t) = �
Z

t

0

h(u)du,

ou seja,

S(t) = exp

✓
�
Z

t

0

h(u)du

◆
. (6.5)

Uma outra função importante é a de risco acumulada, definida
como

H(t) =

Z
t

0

h(u)du. (6.6)

Substituindo (6.6) em (6.5) temos que

S(t) = exp [�H(t)] . (6.7)
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Como lim
t!1S(1) = 0 então

lim
t!1

H(t) = 1.

Além disso, de (6.3)
f(t) = h(t)S(t). (6.8)

Substituindo (6.7) em (6.8) temos

f(t) = h(t) exp

✓
�
Z

t

0

h(u)du

◆
.

Portanto, mostramos as relações entre as três funções utilizadas para
descrever os dados em análise de sobrevivência.

Similar à regressão loǵıstica, é comum, em dados de análise de
sobrevivência, a presença de covariáveis representando também a hete-
rogeneidade da população. Assim, os modelos de regressão em análise
de sobrevivência têm como objetivo identificar a relação e a influência
dessas variáveis com os tempos de sobrevida, ou com alguma função dos
mesmos. Desta forma, Cox (1972) propôs o seguinte modelo

h(t;x) = exp(�0x)h
0

(t),

em que � é o vetor dos parâmetros (�
1

, �
2

, . . . , �
p

) para cada uma das p
covariáveis dispońıveis e h

0

(t) é uma função não-conhecida que reflete, na
área financeira, o risco básico de inadimplência inerente a cada cliente.

A Figura 6.1 ilustra a diferença entre as respostas observadas
por uma metodologia pontual, no caso, regressão loǵıstica, e a análise de
sobrevivência.

Sabendo que a razão de risco (Hazard Ratio) tem interpretação
análoga ao odds ratio, temos que os resultados fornecidos pelo modelo de
Cox são muito parecidos com os resultados da regressão loǵıstica, em que
as mesmas variáveis originais foram selecionadas para compor o modelo
final, diferenciando apenas as categorias (dummies) que foram escolhidas.
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Figura 6.1: Informações - regressão loǵıstica e análise de sobrevivência.

6.2 Modelo de Cox

Em análise de sobrevivência buscamos explorar e conhecer a
relação entre o tempo de sobrevivência e uma ou mais covariáveis dis-
pońıveis.

Na modelagem de análise de sobrevivência é comum o interesse
no risco da ocorrência de um evento em um determinado tempo, após
o ińıcio de um estudo ou acompanhamento de um cliente. Este tempo
pode coincidir ou não com o ińıcio do relacionamento do cliente com
a empresa ou quando se inicia a utilização de um determinado serviço
de crédito, por exemplo. Esses modelos diferem dos modelos aplicados
em análise de regressão e em planejamento de experimentos, nos quais a
média da variável resposta ou alguma função dela é modelada por meio
de covariáveis.

Um dos principais objetivos ao se modelar a função de risco é
determinar potenciais covariáveis que influenciam na sua forma. Outro
importante objetivo é mensurar o risco individual de cada cliente. Além
do interesse espećıfico na função de risco, é de interesse estimar, para
cada cliente, a função de sobrevivência.

Um modelo clássico para dados de sobrevivência, proposto por
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Cox (1972), é o de riscos proporcionais, também conhecido como modelo
de regressão de Cox. Este modelo baseia-se na suposição de proporciona-
lidade dos riscos, para diferentes perfis de clientes, sem a necessidade de
assumir uma distribuição de probabilidade para os tempos de sobrevida.
Por isso, é dito ser um modelo semi-paramétrico.

6.2.1 Modelo para comparação de dois perfis de cli-

entes

Suponha que duas estratégias (“P”- padrão e “A” - alternativa)
são utilizadas para a concessão de crédito aos clientes de uma deter-
minada empresa. Sejam h

P

(t) e h
A

(t) os riscos de crédito no tempo t

para os clientes das duas estratégias, respectivamente. De acordo com
o modelo de riscos proporcionais, o risco de crédito para os clientes da
estratégia padrão (“P”) no instante t é proporcional ao risco dos clientes
da estratégia alternativa (“A”) no mesmo instante. O modelo de riscos
proporcionais pode ser expresso como

h
A

(t) =  h
P

(t), (6.9)

para qualquer valor de t, t > 0, no qual  é uma constante. A suposição
de proporcionalidade implica que a verdadeira função de sobrevivência
para os indiv́ıduos atendidos pelas duas estratégias não se cruzam no
decorrer do tempo.

Suponha que o valor de  seja a razão entre o risco (hazard
risk) de crédito de um cliente, para o qual foi concedido um produto de
crédito pela estratégia alternativa, e o risco de crédito de um cliente pela
estratégia padrão, em um determinado tempo t. Se  < 1, o risco de
crédito no instante t é menor para um indiv́ıduo que recebeu o produto de
crédito pela estratégia alternativa em relação ao padrão, evidenciando,
assim, melhores resultados do risco de crédito da estratégia alternativa.
Por outro lado, um valor  > 1 indica um risco de crédito maior para o
cliente conquistado pela estratégia alternativa.

O modelo (6.9) pode ser generalizado escrevendo-o de uma outra
forma. Denotando h

0

(t) como a função de risco para o qual foi concedido
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o crédito pela estratégia padrão, a função de risco para os clientes da
estratégia alternativa é dado por  h

0

(t). Como a razão de risco  não
pode ser negativa, é conveniente considerar  = exp(�). Desta forma, o
parâmetro � é o logaritmo da razão de risco, � = log( ), e os valores de �
pertencem ao intervalo (�1,+1), fornecendo, assim, valores positivos
de  . Observe que valores positivos de � ocorrem se a razão de risco,  ,
for maior que 1, isto é, quando a forma alternativa de risco é pior que a
padrão, e o contrário quando os valores de � forem negativos.

Seja X uma variável indicadora, a qual assume o valor zero, se o
produto de crédito foi concedido a um indiv́ıduo pela estratégia padrão, e
um, no caso da estratégia alternativa. Se x

i

é o valor de X para o i-ésimo
cliente na amostra, a função de risco de crédito, h

i

(t), i = 1, . . . , n, para
esse indiv́ıduo pode ser escrita da seguinte forma

h
i

(t) = exp{�x
i

}h
0

(t). (6.10)

Este é o modelo de riscos proporcionais para a comparação de dois grupos
de indiv́ıduos com caracteŕısticas distintas.

6.2.2 A generalização do modelo de riscos propor-

cionais

O modelo (6.10) é generalizado para a situação na qual o risco
de crédito do cliente ou o risco de abandono do cliente, no caso de um
problema de marketing, em um determinado tempo depende dos valores
de p covariáveis x

1

, x
2

, . . . , x
p

.
Seja h

0

(t) a função de risco de crédito de um cliente para o qual
os valores de todas as covariáveis são iguais a zero. A função h

0

(t) é
chamada de função de risco básica. A função de risco para o i-ésimo
indiv́ıduo pode ser escrita como

h
i

(t) =  (x
i

)h
0

(t),

em que  (x
i

) é uma função dos valores do vetor de covariáveis, x =
(x

1

, x
2

, . . . , x
p

)0, para o i-ésimo cliente da amostra. A função  (·) pode
ser interpretada como a razão entre o risco de crédito no instante t para
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um cliente cujo vetor de covariáveis é x
i

e o risco de crédito de um cliente
que possui todas as covariáveis com valores iguais a zero, ou seja, x

i

= 0.
É conveniente escrever a razão de risco,  (x

i

), como exp(⌘
i

),
sendo ⌘

i

⌘
i

=
pX

j=1

�
j

x
ji

.

Desta forma, o modelo de riscos proporcionais geral tem a forma

h
i

(t) = exp{�
1

x
1i

+ �
2

x
2i

+ . . .+ �
p

x
pi

}h
0

(t). (6.11)

Em notação matricial, ⌘
i

= �

0
x

i

, na qual � é o vetor de coeficientes das
covariáveis x

1

, x
2

, . . . , x
p

. O valor ⌘
i

é chamado de componente linear do
modelo, sendo conhecido também como escore de risco para o i-ésimo
indiv́ıduo. A expressão (6.11) pode ser reescrita como

log

⇢
h
i

(t)

h
0

(t)

�
= �

1

x
1i

+ �
2

x
2i

+ . . .+ �
p

x
pi

= �

0
x

i

.

A constante �
0

, presente em outros modelos lineares, não aparece em
(6.11). Isto ocorre devido a presença do componente não-paramétrico no
modelo que absorve este termo constante.

O modelo de riscos proporcionais pode também ser escrito como
um modelo linear para o logaritmo da razão de risco. Existem outras
formas propostas na literatura, sendo  (x

i

) =  (exp(�0
x

i

)) a mais co-
mum utilizada em problemas de análise de sobrevivência. De uma forma
geral, o modelo de riscos proporcionais pode ser escrito como (Colosimo
& Giolo, 2006)

h(t) = h
0

(t)g(x0
�),

sendo g uma função especificada, tal que g(0) = 1. Observe que este mo-
delo é composto pelo produto de duas componentes, uma não-paramétrica
e outra paramétrica. Para a componente não-paramétrica, h

0

(t), não é
necessário assumir uma forma pré-estabelecida, porém esta função deve
ser não-negativa no tempo. A componente paramétrica é geralmente
assumida na forma exponencial. Devido a composição não-paramétrica
e paramétrica, este modelo é dito ser semi-paramétrico, não sendo ne-
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cessário supor uma forma para a distribuição dos tempos de sobrevivência.

6.2.3 Ajuste de um modelo de riscos proporcionais

Dado um conjunto de dados de sobrevivência, o ajuste do modelo
(6.11) envolve a estimação dos coeficientes �

1

, �
2

, . . . , �
p

. Em algumas si-
tuações é, também, necessário a estimação da função de risco básica h

0

(t).
Os coeficientes e a função de risco podem ser estimados separadamente.
Iniciamos estimando os parâmetros �

1

, �
2

, . . . , �
p

, usando, por exemplo,
o método da máxima verossimilhança e, em seguida, estimamos a função
de risco básica. Assim, as inferências sobre os efeitos das p covariáveis
na razão de risco, h

i

(t)/h
0

(t), podem ser realizadas sem a necessidade de
se obter uma estimativa para h

0

(t).
Suponha que os tempos de sobrevida de n indiv́ıduos estejam

dispońıveis e que existam r tempos distintos em que foram observadas a
ocorrência de pelo menos um evento de interesse de clientes que estavam
sob risco nesses instantes e n�r tempos de sobrevida censurados, para os
quais não foram observados o evento de interesse, permanecendo assim
com seus pagamentos em dia com a empresa até o instante que se tem
a última informação desses clientes. O evento de interesse aqui poderia
ser, por exemplo, a inadimplência. Assumimos que o evento de interesse
ocorra apenas para um indiv́ıduo em cada um dos tempos de sobrevida
observado, não havendo assim a presença de empate. Os r tempos, para
os quais foram observados o evento de interesse, serão denotados por
t
(1)

< t
(2)

< . . . < t
(r)

, sendo t
(j)

o j-ésimo tempo ordenado. O conjunto
de clientes que estão sob risco de crédito, no instante t

(j)

, o conjunto de
risco, será denotado por R(t

(j)

).
Cox (1972) propôs uma função de verossimilhança para o modelo

de riscos proporcionais, representada pela equação (6.11), dada por

L(�) =
rY

j=1

exp(�0
x

(j)

)P
l2R(t(j))

exp(�0
x

l

)
, (6.12)

na qual x
(j)

é o vetor de covariáveis de um cliente em que o evento de
interesse, inadimplência, foi observado no j-ésimo tempo de sobrevida
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t
(j)

. O somatório no denominador da função de verossimilhança consi-
dera apenas os valores de exp(�0

x) para todos os indiv́ıduos que estão
sob risco de crédito no instante t

(j)

. Note que o produtório considera ape-
nas os clientes para os quais o evento de interesse foi observado. Além
disso, observe que os clientes com tempos de sobrevida censurados não
contribuem no numerador da função de verossimilhança, porém, fazem
parte do somatório do conjunto sob risco de crédito em cada um dos
tempos que ocorreram eventos. A função de verossimilhança depende
somente da ordem dos tempos em que ocorreram os eventos de interesse,
uma vez que, isso define o conjunto de risco em cada um dos tempos.
Consequentemente, inferências sobre os efeitos das covariáveis na função
de risco dependem somente da ordem dos tempos de sobrevivência.

Considere t
i

, i = 1, 2, . . . , n os tempos de sobrevida observados e
�
i

uma variável indicadora de censura assumindo valor zero, se o i-ésimo
tempo t

i

, i = 1, 2, . . . , n, é uma censura, e um, na situação em que o
evento de interesse foi observado no tempo considerado.

A função de verossimilhança em (6.12) pode ser expressa da se-
guinte forma

L(�) =
nY

i=1

"
exp(�0

x

i

)P
l2R(ti)

exp(�0
x

l

)

#
�i

,

O logaritmo desta função de máxima verossimilhança é dado por

l(�) =
nX

i=1

�
i

8
<

:�

0
x

i

� log
X

l2R(ti)

exp(�0
x

l

)

9
=

; . (6.13)

As estimativas de máxima verossimilhança dos parâmetros �’s são
obtidos maximizando-se (6.13), ou seja, resolvendo o sistema de equações
definido por U(�) = 0, em que U(�) é o vetor escore formado pelas
primeiras derivadas da função l(�), ou seja,

U(�) =
@l(�)

@�
=

nX

i=1

�
i

"
x
i

�
P

l2R(ti)
x
l

exp(x
l

�)
P

l2R(ti)
exp(x

l

�)

#
= 0.

O estimador de �, �̂, é obtido através do método de Newton-Raphson.
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O estimador da matriz de variâncias-covariâncias, dV ar(�̂), dos
coeficientes estimados �̂ são obtidos usando a teoria assintótica dos esti-
madores de máxima verossimilhança (Hosmer & Lemeshow, 1999). Estes
estimadores são dados por

dV ar(�̂) = I(�̂)�1, (6.14)

na qual I(�̂) é a informação de Fisher observada, expressa por

I(�̂) = �@
2l(�)

@�2

�����
�=

ˆ

�

e

@2l(�)

@2�2

= �
rX

i=1

(
[
P

l

exp(x
l

�)] [
P

l

x2

l

exp(x
l

�)]� [
P

l

x
l

exp(x
l

�)]2P
l

exp(x
l

�)

)
.

com l pertencendo ao conjunto de risco R(t
i

).
Os estimadores dos erros-padrão, denotado por cEP(�̂), são da-

dos pela raiz quadrada dos elementos da diagonal principal da matriz
apresentada em (6.14).

Os detalhes para a construção da função de verossimilhança par-
cial de Cox, apresentada em (6.12), e alguns posśıveis tratamentos para
as situações em que percebemos ocorrências de empates nos tempos de
sobrevida observados são descritos na Subseção 6.2.4.

O argumento básico utilizado na construção da função de veros-
similhança para o modelo de riscos proporcionais é que intervalos entre
tempos de eventos sucessivos não fornecem informações nos valores dos
parâmetros �. Dessa forma, no contexto utilizado, considera-se a pro-
babilidade condicional de que o i-ésimo cliente da amostra tenha um
problema de crédito em algum tempo t

(j)

dado que um problema ocorre
nesse instante, sendo t

(j)

um dos r tempos, t
(1)

, t
(2)

, . . . , t
(r)

, onde os
eventos foram observados. Se o vetor de covariáveis para o indiv́ıduo que
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abandonou no tempo t
(j)

é x

(j)

, temos

P [ indiv́ıduo com x

(j)

abandonar no instante t
(j)

|
um abandono ocorre no instante t

(j)

]

=
P [ indiv́ıduo com x

(j)

abandonar no instante t
(j)

]

P [ um abandono ocorrer no instante t
(j)

]
. (6.15)

O numerador da expressão acima corresponde ao risco de crédito no
instante t

(j)

para um indiv́ıduo para o qual o vetor de covariáveis é dado
por x

(j)

. Se o evento de interesse ocorre no instante t
(j)

para o i-ésimo
cliente da amostra, a função de risco de crédito pode ser denotada como
h
i

(t
(j)

). O denominador compreende a soma dos riscos de crédito no
momento t

(j)

para todos os indiv́ıduos que estão com seus pagamentos
em dia até aquele instante, estando, portanto, sob risco de ser observado
o evento de interesse. Este somatório considera os valores h

l

(t
(j)

) para
todos os indiv́ıduos indexados por l no conjunto de risco no instante t

(j)

,
denotado por R(t

(j)

). Consequentemente, a probabilidade condicional na
expressão (6.15) pode ser escrita como

h
i

(t
(j)

)P
l2R(t(j))

h
l

(t
(j)

)
,

e utilizando a equação (6.11), a função de risco básica, h
0

(t
(j)

), no nu-
merador e denominador são canceladas resultando na seguinte expressão

exp(�0
x

(j)

)P
l2R(t(j))

exp(�0
x

l

)
,

e, finalmente, fazendo o produto dessa probabilidade condicional para os
r tempos nos quais foram observados o evento de interesse, obtemos a
função de verossimilhança, apresentada na equação (6.12).

A função de verossimilhança obtida para o modelo de riscos pro-
porcionais não é, na realidade, uma verdadeira verossimilhança, uma vez
que não utiliza diretamente os verdadeiros tempos de sobrevida dos clien-
tes censurados ou não-censurados; por essa razão, é referida como função
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de verossimilhança parcial.
Com o objetivo de tornar mais clara a construção da função de

verossimilhança parcial do modelo de riscos proporcionais, considere uma
amostra com informações dos tempos de sobrevida de cinco clientes, que
estão representados na Figura 6.2. Para os indiv́ıduos 2 e 5 não ocorreu
o evento de interesse, ou seja, até o instante t

(3)

estes clientes estão
com seus pagamentos em dia com a empresa. Os três tempos para os
quais foram observados a inadimplência dos clientes são denotados por
t
(1)

< t
(2)

< t
(3)

. Assim, t
(1)

é o tempo de sobrevida do cliente 3, t
(2)

é o
tempo para o cliente 1 e t

(3)

para o cliente 4.

Figura 6.2: Tempos de sobrevida para cinco indiv́ıduos.

O conjunto de risco de cada um dos três tempos, nos quais foram
observados o evento de interesse, consiste nos clientes que permaneceram
com seus pagamentos em dia até cada um dos instantes. Assim, o con-
junto de risco R(t

(1)

) compreende todos os cinco clientes, o conjunto de
risco R(t

(2)

) os clientes 1, 2 e 4, e o conjunto de risco R(t
(3)

) somente
os indiv́ıduos 2 e 4. Seja  (i) = exp(x0

i

�), i = 1, 2, . . . , 5, em que x

i

é
um vetor coluna de covariáveis. Os termos do numerador da função de
verossimilhança para os tempos t

(1)

, t
(2)

e t
(3)

, são respectivamente  (3),
 (1) e  (4), uma vez que os clientes 3, 1 e 4 apresentaram problema
de crédito nos respectivos tempos ordenados. Dessa forma, a função de
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verossimilhança parcial é dada pela seguinte expressão
✓

 (3)

 (1) +  (2) +  (3) +  (4) +  (5)

◆✓
 (1)

 (1) +  (2) +  (4)

◆✓
 (4)

 (2) +  (4)

◆
.

Quando ocorrem empates entre eventos e censuras, como em t
(3)

, utiliza-
mos, por convenção, que as censuras ocorreram após o evento, definindo,
assim, quais os indiv́ıduos que fazem parte do conjunto de risco em cada
um dos tempos e que foram observados os eventos.

6.2.4 Tratamento de empates

O modelo de riscos proporcionais assume que a função de risco
é cont́ınua e, sob essa suposição, empates dos tempos de sobrevivência
não são posśıveis. Porém, o processo de obtenção das informações dos
tempos de sobrevivência, muitas vezes, registra ou o dia, ou o mês ou
o ano mais próximo da ocorrência do evento. Empates, nesses tempos,
podem ocorrer por esse processo de arredondamento ou aproximação dos
tempos, sendo observado assim, a ocorrência de mais do que um evento
em um mesmo instante de tempo.

Além da ocorrência de mais que um evento em um mesmo ins-
tante, existe, também, a possibilidade da ocorrência de empates entre
uma ou mais observações censuradas em um instante de tempo em que
também foi observado um evento. Assim, é posśıvel ocorrer mais do que
uma censura no mesmo instante de tempo em que ocorre um evento.
Nessa última situação adota-se que os eventos ocorrem antes das censu-
ras, não gerando maiores dificuldades na construção da função de veros-
similhança parcial. O mesmo não ocorre na situação anterior, quando
existe a presença de empates entre eventos.

A função de verossimilhança exata na presença de empates entre
os eventos foi proposta por Kalbfleisch & Prentice (1980) e inclui todas
as posśıveis ordens dos eventos empatados, exigindo, consequentemente,
muito esforço computacional, principalmente quando um número grande
de empates é verificado em um ou mais dos tempos em que se observa a
ocorrência do evento.

Em uma situação com 5 eventos, ocorrendo em um mesmo ins-
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tante, existem 120 posśıveis ordens a serem consideradas; para 10 eventos
empatados, esse valor ficaria acima de 3 milhões (Allison, 1995). Algumas
aproximações para a função de verossimilhança parcial foram desenvol-
vidas e trazem vantagens computacionais sobre o método exato.

Seja s

j

o vetor que contém a soma de cada uma das p covariáveis
para os indiv́ıduos nos quais foram observados o evento no j-ésimo tempo,
t
(j)

, j = 1, 2, . . . , r. O número de eventos no instante t
(j)

é denotado por
d
j

. O h-ésimo elemento de s

j

é dado por s
hj

=
P

dj

k=1

x
hjk

, em que x
hjk

é o valor da h-ésima covariável, h = 1, 2, . . . , p, para o k-ésimo dos d
j

indiv́ıduos, k = 1, 2, . . . , d
j

, para os quais foram observados o evento no
j-ésimo tempo, j = 1, 2, . . . , r.

A aproximação proposta por Peto (1972) e Breslow (1974) é a
mais simples e considera a seguinte função de verossimilhança parcial

L
B

(�) =
rY

j=1

exp(�0
s

j

)
hP

l2R(t(j))
exp(�0

x

l

)
i
dj
. (6.16)

Nesta aproximação, os d
j

eventos de interesse, clientes que se tornaram
inadimplentes, por exemplo, observados em t

(j)

, são considerados distin-
tos e ocorrem sequencialmente. Esta verossimilhança pode ser direta-
mente calculada e é adequada quando o número de observações empata-
das, em qualquer tempo em que ocorrem os eventos, não é muito grande.
Por isso, esse método está normalmente implementado nos módulos de
análise de sobrevivência dos softwares estat́ısticos. Farewell & Prentice
(1980) mostram que os resultados dessa aproximação deterioram quando
a proporção de empates aumenta em relação ao número de indiv́ıduos
sob risco, em alguns dos tempos em que os eventos são observados.

Efron (1977) propõe a seguinte aproximação para a verossimi-
lhança parcial do modelo de riscos proporcionais

L
E

(�) =
rY

j=1

exp(�0
s

j

)
Q

dj

k=1

hP
l2R(t(j))

exp(�0
s

l

)� (k � 1)d�1

k

P
l2D(t(j))

exp(�0
x

l

)
i
dj
,

(6.17)

em que D(t
(j)

) é o conjunto de todos os clientes para os quais foram
observados o evento de interesse no instante t

(j)

. Este método fornece
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resultados mais próximos do exato do que o de Breslow.
Cox (1972) sugeriu a aproximação

L
C

(�) =
rY

j=1

exp(�0
s

j

)P
l2R(t(j);dj)

exp(�0
s

l

)
, (6.18)

em que R(t
(j)

; d
j

) denota um conjunto de d
j

indiv́ıduos retirados do con-
junto de risco no instante t

(j)

. O somatório no denominador corresponde
a todos os posśıveis conjuntos de d

j

indiv́ıduos retirados do conjunto de
risco R(t

(j)

). A aproximação da expressão (6.18) é baseada no modelo
para a situação em que a escala de tempo é discreta, permitindo assim a
presença de empates. A função de risco para um indiv́ıduo, com vetor de
covariáveis x

i

, h
i

(t;x), é interpretada como a probabilidade de abandono
em um intervalo de tempo unitário (t, t + 1), dado que esse indiv́ıduo
estava sob risco até o instante t, ou seja,

h
i

(t) = P (t 6 T < t+ 1 | T > t), (6.19)

sendo T uma variável aleatória que representa o tempo de sobrevivência.
A versão discreta do modelo de riscos proporcionais na equação (6.11) é

h
i

(t;x
i

)

1� h(t;x
i

)
=

h
0

(t)

1� h
0

(t)
exp(�0

x

i

), (6.20)

para o qual a função de verossimilhança é dada pela equação (6.18). Na
situação limite, quando o intervalo de tempo discreto tende a zero, esse
modelo tende ao modelo de riscos proporcionais da equação (6.11).

Para mostrar que (6.20) é reduzido a (6.11), quando o tempo é cont́ınuo,
temos que a função de risco discreta, em (6.20), quando o valor unitário
é substitúıdo por �t, é dada por

h(t)�t = P (t 6 T < t+ �t | T > t),

e, assim, a equação obtida a partir de (6.20) é dada por

h(t;x
i

)�t

1� h(t;x
i

)�t
=

h
0

(t)�t

1� h
0

(t)�t
exp(�0

x

i

),
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e tomando o limite quando o intervalo de tempo �t tende a zero é obtida
a equação (6.11).

Quando não existem empates em um conjunto de dados de análise
de sobrevivência, ou seja, quando d

j

= 1, j = 1, 2, . . . , r, as aproximações
nas equações (6.16), (6.17) e (6.18), são reduzidas a função de verossimi-
lhança parcial da equação (6.12).

6.3 Intervalos de Confiança e Seleção de

Variáveis

Com as estimativas dos parâmetros e os respectivos erros-padrão,
EP(�̂), constrúımos os intervalos de confiança dos elementos do vetor de
parâmetros �.

Um intervalo de 100(1�↵)% de confiança para um determinado
parâmetro �

j

é obtido fazendo �̂
j

± Z
↵/2

EP(�̂
j

), em que �̂
j

é o valor
da estimativa de máxima verossimilhança do j-ésimo parâmetro e Z

↵/2

o percentil superior ↵/2 de uma distribuição normal padrão.
Se um intervalo de 100(1� ↵)% para �

j

não inclui o valor zero,
dizemos que há evidências de que o valor real de �

j

é estatisticamente
diferente de zero. A hipótese nulaH

0

: �
j

= 0 pode ser testada calculando
o valor da estat́ıstica �̂

j

/EP(�̂
j

). Esta estat́ıstica tem, assintoticamente,
distribuição normal padrão.

Geralmente, as estimativas individuais �̂
1

, �̂
2

, �̂
3

, . . . , �̂
p

, em um
modelo de riscos proporcionais não são todas independentes entre si.
Isso significa que testar hipóteses separadamente pode não ser facilmente
interpretável.

Uma forma de seleção de variáveis utilizada na análise de sobre-
vivência na presença de um grande número de potenciais covariáveis é
o método stepwise, conjuntamente com a experiência de especialistas da
área e o bom senso na interpretação dos parâmetros.
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6.4 Estimação da Função de Risco e Sobre-

vivência

Nas seções anteriores consideramos procedimentos para a es-
timação do vetor de parâmetros � do componente linear do modelo de
riscos proporcionais. Uma vez ajustado o modelo, a função de risco e
a correspondente função de sobrevivência podem, se necessário, ser esti-
madas.

Suponha que o escore de risco de um modelo de riscos proporci-
onais contém p covariáveis x

1

, x
2

, . . . , x
p

com as respectivas estimativas
para seus coeficientes �̂

1

, �̂
2

, . . . , �̂
p

. A função de risco para o i-ésimo
indiv́ıduo no estudo é dada por

ĥ
i

(t) = exp{�̂0
x

i

}ĥ
0

(t), (6.21)

em que x
i

é o vetor dos valores observados das p covariáveis para o i-ésimo
indiv́ıduo, i = 1, 2, . . . , n, e ĥ

0

(t) é a estimativa para a função de risco
básica. Por meio da equação (6.21), a função de risco pode ser estimada
para um indiv́ıduo, após a função de risco básica ter sido estimada.

Em um problema de Credit Scoring, a utilização do escore de
risco do modelo de Cox como escore final é uma opção bastante viável
de ser utilizada, uma vez que a partir desses valores uma ordenação dos
clientes pode ser obtida com relação ao risco de crédito.

Uma estimativa da função de risco básica foi proposta por Kalb-
fleisch & Prentice (1973) utilizando uma metodologia baseada no método
de máxima verossimilhança. Suponha que foram observados r tempos de
sobrevida distintos dos clientes que se tornaram inadimplentes, os quais,
ordenados, são denotados t

(1)

< t
(2)

< . . . < t
(r)

, existindo d
j

eventos
e n

j

clientes sob risco no instante t
(j)

. A estimativa da função de risco
básica no tempo t

(j)

é dada por

ĥ
0

(t
(j)

) = 1� ⇠̂
j

,
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sendo ⇠̂
j

a solução da equação

X

l2D(t(j))

exp(�̂0
x

l

)

1� ⇠̂
exp(

ˆ

�

0
xl)

j

=
X

l2R(t(j))

exp(�̂0
x

l

), (6.22)

para j = 1, 2, . . . , r, sendo D(t
(j)

) o conjunto de todos os d
j

indiv́ıduos
que em um problema de Credit Scoring, por exemplo, se tornaram ina-
dimplentes no j-ésimo tempo, t

(j)

, e R(t
(j)

) representando os n
j

in-
div́ıduos sob risco no mesmo instante t

(j)

.
Na situação particular em que não ocorrem empates entre os

tempos de sobrevida dos clientes, isto é, d
j

= 1, j = 1, 2, . . . , r, o lado
esquerdo da equação (6.22) será um único termo. Assim, essa equação
pode ser solucionada por

⇠̂
j

=

 
1�

exp(�̂0
x

(j)

)
P

l2R(t(j))
exp(�̂0

x

l

)

!
exp(�ˆ

�

0
x(j))

,

em que x
(j)

é o vetor das covariáveis para o único cliente para o qual foi
observado o evento no instante t

(j)

.
Quando o evento é observado para mais de um cliente em um

mesmo instante de tempo, ou seja, d
j

> 1 para algum j, o somatório
do lado esquerdo da equação (6.22) compreende a soma de uma série de
frações na qual ⇠̂

j

está no denominador elevado a diferente potências.
Assim, a equação não pode ser solucionada explicitamente, e métodos
iterativos são necessários.

A suposição de que o risco de ocorrência de eventos entre dois
tempos consecutivos é constante, permite considerar ⇠̂

j

como uma esti-
mativa da probabilidade de que não seja observado o evento de interesse
no intervalo t

(j)

e t
(j+1)

. A função de sobrevivência básica pode ser esti-
mada por

Ŝ
0

(t) =
kY

j=1

⇠̂
j

,

para t
(k)

 t < t
(k+1)

, k = 1, 2, . . . , r � 1. A função de risco acumulada
básica é dada por H

0

(t) = � logS
0

(t), e assim uma estimativa dessa
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função é

Ĥ
0

(t) = � log Ŝ
0

(t) = �
kX

j=1

log ⇠̂
j

,

para t
(k)

 t < t
(k+1)

, k = 1, 2, . . . , r � 1.
As estimativas das funções de risco, sobrevivência e risco acu-

mulado podem ser utilizadas para a obtenção de estimativas individuais
para cada cliente através do vetor de covariáveis x

i

. Da equação (6.21),
a função de risco é estimada por exp(�̂0

x

i

)ĥ
0

(t). Integrando ambos os
lados dessa equação temos

Z
t

0

ĥ
i

(u)du = exp(�̂0
x

i

)

Z
t

0

ĥ
0

(u)du,

de modo que a função de risco acumulada para o i-ésimo indiv́ıduo é
dada por

Ĥ
i

(t) = exp(�̂0
x

i

)Ĥ
0

(t).

Assim, a função de sobrevivência para o i-ésimo indiv́ıduo é dada por

Ŝ
i

(t) =
h
Ŝ
0

(t)
i
exp(

ˆ

�

0
xi)

,

para t
(k)

 t < t
(k+1)

, k = 1, 2, . . . , r � 1. Uma vez estimada a função
de sobrevivência, Ŝ

i

(t), uma estimativa da função de risco acumulada é
obtida automaticamente fazendo � log Ŝ

i

(t).

6.5 Interpretação dos Coeficientes

Quando o modelo de riscos proporcionais é utilizado, os coefici-
entes das covariáveis podem ser interpretados como o logaritmo da razão
de risco (hazard risk) do evento de dois indiv́ıduos com caracteŕısticas
diferentes para uma covariável espećıfica. Dessa forma, o coeficiente de
uma covariável espećıfica é interpretado como o logaritmo da razão do
risco do evento de um indiv́ıduo, que assume determinado valor para esta
covariável, em relação a outro indiv́ıduo para o qual foi observado um
outro valor que é assumido como referência.
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As estimativas da razão de risco e seus respectivos intervalos
de confiança são normalmente obtidos a partir do modelo múltiplo final
ajustado. A interpretação dos parâmetros depende do tipo de covariável
considerada, podendo ser cont́ınua ou categórica.

Suponha um modelo de riscos proporcionais com apenas uma
variável cont́ınua x. A função de risco para o i-ésimo indiv́ıduo para o
qual x = x

i

é
h
i

(t) = exp(�̂0x
i

)h
0

(t).

Considere a razão de risco entre dois indiv́ıduos i e j, os quais assumem
os valores x = x+ 1 e x = x respectivamente, ou seja,

h
i

(t)

h
j

(t)
=

exp
h
�̂(x+ 1)

i
h
0

(t)

exp
h
�̂(x)

i
h
0

(t)
=

exp
h
�̂(x+ 1)

i

exp
h
�̂(x)

i = exp(�̂).

Assim, exp(�̂) estima a razão de risco de clientes que assumem o valor
x = x + 1 em relação aos que tem x = x, para qualquer valor de x.
Podemos dizer que o risco de se observar o evento de interesse para os
clientes que assumem x = x + 1 é exp(�̂) vezes o risco para os clientes
com x = x. Dessa forma, a razão de risco quando o valor de x é acrescido
em r, é exp(r�̂). O parâmetro � pode ser interpretado como o logaritmo
da razão de risco dos dois indiv́ıduos considerados.

Quando a covariável classifica os clientes em um entre m grupos,
estes grupos podem ser considerados como ńıveis de um fator. No modelo
de riscos proporcionais, a função de risco para um indiv́ıduo no j-ésimo
grupo, j = 1, 2, . . . ,m, é dado por

h
j

(t) = exp(�
j

)h
0

(t),

em que �
j

é o efeito referente ao j-ésimo ńıvel do fator e h
0

(t) a função
de risco básica. Adotando essa parametrização do modelo, temos que
um dos parâmetros assume valor igual a zero para uma determinada
categoria ou grupo, denominada referência. As razões de riscos das de-
mais categorias são obtidas em relação a essa categoria adotada como
referência. O risco para esse grupo de referência é dado pela função de
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risco básica. Assim, a razão de risco, em um determinado t, de um cli-
ente pertencente a um grupo diferente ao de referência em relação ao de
referência é exp(�

j

). Similar ao caso de uma variável cont́ınua, podemos
dizer que o risco dos indiv́ıduos pertencentes a algum grupo j, j � 2,
é exp(�̂

j

) vezes o risco do grupo adotado como referência. Consequen-
temente, o parâmetro �

j

é o logaritmo da razão do risco do evento de
interesse de um cliente do grupo j para outro pertencente ao grupo um
adotado como referência, ou seja,

�
j

= log

⇢
h
j

(t)

h
0

(t)

�
.

6.6 Aplicação

A base de dados utilizada para ilustrar a metodologia apresen-
tada neste caṕıtulo é composta por uma amostra de treinamento de 3.000
clientes, obtida via oversampling dos dados do exemplo apresentado na
Seção 1.2.1, cujas variáveis são apresentadas na Tabela 1.1. Tais clientes
iniciaram a utilização de um produto de crédito durante vários meses,
compreendendo, portanto, a várias safras de clientes, sendo que, para
1.500 clientes não houve problema de crédito, enquanto que os demais
clientes tornaram inadimplentes, formando assim a base total de clientes.

A ocorrência ou não de problema de crédito, que determina a
classificação dos clientes em bons ou maus pagadores, foi observada du-
rante os 12 meses seguintes à contratação do produto, que corresponde
ao horizonte de previsão do estudo.

O uso de uma amostra com essa quantidade de clientes e com
a proporção de 50% de clientes bons e 50% de clientes maus pagadores
foi devido à sugestão dada por Lewis (1994) em relação a quantidade de
clientes em cada uma das categorias.

As Tabelas 8.1 e 8.2 apresentam os resultados obtidos por meio
do modelo de Cox utilizando as aproximações de Breslow e Efron, res-
pectivamente.

A Figura 8.3 mostra as curvas ROC relacionadas aos ajustes dos
modelos de regressão de Cox (BRESLOW) e regressão de Cox (EFRON).
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Tabela 8.1 - Regressão de Cox - “BRESLOW”.

Tabela 8.2 - Regressão de Cox - “EFRON”.

A grande semelhança entre os desempenhos dos modelos pode ser jus-
tificada pela presença das covariáveis com maior peso na discriminação
de bons e maus clientes, tais como posse de cartão, idade e cliente an-
tigo. Nesta amostra, o método de Breslow, no tratamento dos empates
na análise de sobrevivência, selecionou, ao ńıvel de significância 0,01, o
menor número de variáveis dummies, 9 contra 11 do método de apro-
ximação de Efron. Em ambos os casos o desempenho foi semelhante aos
demais métodos.

Com o objetivo de medir e comparar o desempenho dos modelos
constrúıdos com base na amostra de treinamento, 30 amostras de teste
com aproximadamente 200.000 clientes e na proporção da base total de
clientes, ou seja, 99% bons e 1% maus pagadores, foram obtidas e ava-
liadas pela estat́ıstica de Kolmogorov-Smirnov (KS) medindo o quanto
os escores produzidos pelos modelos conseguiam separar as duas catego-
rias de clientes, sendo avaliado também a Capacidade de Acerto Total
do Modelo (CAT), a Capacidade de Acertos dos maus e bons clientes,
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Figura 8.3 - Curva ROC.
(- - -) Referência, regressão de Cox (–) (BRESLOW) e (- - -) (EFRON).

Tabela 8.3 - Resumo dos resultados das 30 Amostras de Teste.

(CAM) e (CAB).
Os resultados apresentados na Tabela 8.3 mostram que o de-

sempenho dos dois modelos ajustados é muito semelhante para os casos
estudados, com as mesmas interpretações em relação ao risco de crédito,
sendo assim, as categorias consideradas das covariáveis originais, ou seja,
dummies, trazem evidências de aumento ou diminuição do risco de crédito
coincidentes nas duas metodologias.

Ambas metodologias forneceram resultados dentro do praticado
pelo mercado para um problema de Credit Scoring. No entanto, algumas
alterações poderiam ser propostas para alcançar posśıveis melhorias no
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desenvolvimento dos modelos como, propor diferentes categorizações das
covariáveis ou mesmo tentar utilizá-las como cont́ınuas ou propor algu-
mas interações entre elas. A obtenção de informações mais atualizadas
para que para ser utilizada na validação dos modelos poderia também
trazer ganhos para a metodologia como um todo, fazendo com que os
resultados das medidas de avaliação fossem mais próximas e fiéis à reali-
dade atual.

Com base no estudo numérico apresentado observamos, de forma
geral, que a metodologia de análise de sobrevivência confirma os resulta-
dos encontrados pela regressão loǵıstica no ponto espećıfico de observação
da inadimplência em 12 meses, tendo como vantagem a utilização no
método de estimação das informações das ocorrências desses eventos ao
longo do tempo, apresentando assim uma visão cont́ınua do comporta-
mento do cliente, e dessa forma sendo posśıvel, se necessário, a avaliação
do risco de crédito dos clientes em qualquer dos tempos dentro do in-
tervalo de 12 meses, o que, de certa forma, provoca uma mudança no
paradigma da análise de dados de crédito.

Finalmente ressaltamos que é válido dizer que a semelhança en-
contrada nos resultados obtidos via regressão loǵıstica e análise de sobre-
vivência, para o conjunto de dados trabalhado, está intimamente relacio-
nada ao planejamento amostral adotado e que resultados diferentes des-
ses poderiam ser encontrados para outros delineamentos, considerando
maiores horizontes de previsão e com a utilização de dados comporta-
mentais, em que a análise de sobrevivência pode trazer ganho em relação
à regressão loǵıstica.
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Caṕıtulo 7

Modelo de Longa Duração

Um peculiaridade associada aos dados de Credit Scoring é a pos-
sibilidade de observarmos clientes, com determinados perfis definidos pe-
las covariáveis, com probabilidade de inadimplência muito pequena. Tais
clientes são considerados “imunes” a este evento dentro do horizonte de
12 meses. Ou seja, dentro do portfólio podemos observar uma proporção
considerável de clientes imunes ao evento inadimplência.

Uma curva de sobrevivência t́ıpica nessa situação pode ser vista
na Figura 9.1, em que observamos poucos eventos ocorrendo a partir do
instante de tempo t com elevada quantidade de censuras.

A análise estat́ıstica adequada para situações como a descrita
acima envolve modelos de longa duração.

7.1 Modelo de Mistura Geral

Para um conjunto de dados, na presença de covariáveis, a função
de sobrevivência em um particular instante de tempo t, é definida como

S
0

(t|µ(x), �) = P (T > t|µ(x), �) (7.1)

em que µ(x) é um parâmetro de escala, função de outros parâmetros
associados às respectivas covariáveis (↵

0

,↵
1

. . . ,↵
k

) e �, é um parâmetro
de forma constante e não-conhecido.

Considerando o contexto de Credit Scoring podemos assumir
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Figura 9.1 - Curva de sobrevivência t́ıpica - modelo de longa duração.

para alguns clientes com determinadas caracteŕısticas que a inadimplência
tem uma probabilidade bastante pequena de ser observada. Assim, ad-
mitimos que os indiv́ıduos podem ser classificados como imunes com pro-
babilidade p ou suscept́ıveis à inadimplência com probabilidade 1� p.

Nessas condições consideramos o modelo proposto por Berkson &
Gage (1952), conhecido como modelo de mistura, dado por:

S(t|x) = p+ (1� p) S
0

(t|µ(x), �), (7.2)

sendo p, 0 < p < 1, a probabilidade de não observar um problema de
crédito para um cliente.

No contexto de Credit Scoring, o modelo de longa duração é uma
forma de tratar o tempo até a ocorrência de um problema de pagamento
de crédito quando uma posśıvel “imunidade” pode ser considerada em
relação a esse evento dentro dos 12 meses do horizonte de previsão.

Consideramos aqui um modelo de sobrevivência geral que, além
do parâmetro de escala, µ(x), temos o parâmetro de forma, �(y), e a pro-
porção de clientes “não-imunes”, p(z), como dependentes das covariáveis.
Em muitas aplicações, a suposição do parâmetro de forma ser constante
pode não ser apropriada, uma vez que os riscos de diferentes indiv́ıduos
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podem não ser proporcionais.

7.2 Estimação do modelo longa duração ge-

ral

Considere um modelo de sobrevivência com parâmetro de escala
e de forma dependendo das covariáveis. A correspondente função de
sobrevivência é dada por:

S
0

(t|µ(x), �(y)) = P (T > t | x,y), (7.3)

em que µ(x) é um parâmetro de escala, dependendo de k covariáveis, x =
(x

1

, x
2

, . . . , x
k

), que tem associados os parâmetros ↵ = (↵
0

,↵
1

. . . ,↵
k

),
�(y) um parâmetro de forma dependendo de p covariáveis, y = (y

1

, y
2

, . . . ,

y
p

), com parâmetros � = (�
0

, �
1

. . . , �
k

) associados, podendo x e y serem
iguais.

Para o ajuste de um modelo de sobrevivência de longa duração no
contexto de Credit Scoring, em que uma proporção de clientes é “imune”
à inadimplência dentro do horizonte de previsão de 12 meses, podemos
considerar o seguinte modelo

S(t|x,y, z) = p(z) + (1� p(z)) S
0

(t|µ(x), �(y)),

em que µ(x) e �(y) são os parâmetros de escala e forma da função de
sobrevivência usual e p, 0 < p < 1, representa a probabilidade de não
ser observado a inadimplência para um cliente e, também, depende de
um vetor de k covariáveis, z, com os parâmetros ⌘ = (⌘

0

, ⌘
1

, . . . , ⌘
k

).
Analogamente ao caso anterior, x, y e z podem ser iguais.

Assumindo um modelo Weibull para os tempos até a ocorrência
da inadimplência, a função de sobrevivência S

0

é escrita como

S
0

(t|µ(x), �(y)) = exp

"
�
✓

t

µ(x)

◆
�(y)
#
.

Além da distribuição Weibull, várias outras distribuições podem ser con-
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sideradas. Dentre as quais destacamos a distribuição log-normal, a log-
loǵıstica e a gama (Louzada-Neto et al., 2002).

Seja T
i

, i = 1, . . . , n, uma amostra dos tempos de sobrevida de n
clientes até a ocorrência da inadimplência dentro do horizonte de previsão
de 12 meses, o vetor das covariáveis z

i

= (z
i1

, z
i2

, . . . , z
ik

) e uma variável
indicadora �

i

, onde �
i

= 1 se for observada a inadimplência para o i -ésimo
cliente da amostra e �

i

= 0 se não for observado esse evento. A função
de verossimilhança pode ser escrita como

L =
nY

i=1

f(t
i

|z
i

)�i S(t
i

|z
i

)1��i , (7.4)

sendo f(t
i

|z
i

) a função densidade e S(t
i

|z
i

) como definida em (7.2).
Seja ✓

0
= (↵, �, ⌘) o vetor de parâmetros, as estimativas de

máxima verossimilhança de ✓ podem ser obtidas solucionando o sistema
de equações não-lineares @ logL/@✓ = 0. Porém, pode ser custoso ob-
ter a solução desse sistema diretamente por métodos do tipo iterativo de
Newton. Uma forma direta de se obter essa solução é maximizando (7.4).
Esse método pode ser implementado via SAS através do procedimento
NLP encontrando o valor de máximo local da função não-linear usando
métodos de otimização.

Considerando o modelo de sobrevivência Weibull geral em (7.2)
e assumindo que os parâmetros de escala, de forma e a probabilidade de
incidência do evento são afetados pelo vetor de covariáveis z, por meio
das relações log-lineares e logito, ou seja, log(µ(z

i

)) = ↵
0

+
P

k

j=1

↵
j

z
ij

,

log(�(z
i

)) = �
0

+
P

k

j=1

�
j

z
ij

e log
⇣

p(zi)
1�p(zi)

⌘
= ⌘

0

+
P

k

j=1

⌘
j

z
ij

respectiva-

mente. Então, a função log-verossimilhança é dada por

l(↵, �, � | z) /
nX

i=1

�
i

h
zt
i

�+ ez
t
i �zt

i

↵+ ez
t
i � log(t

i

)
i

+
nX

i=1

�
i

log(p(z
i

))�
nX

i=1

�
i

(t
i

ez
t
i ↵)e

zti� (7.5)

+
nX

i=1

(1� �
i

) log


p(z

i

) + (1� p(z
i

)) e(�tie
zti↵

)

e
zti�
�
,
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em que p(z
i

)�1 = e�(⌘0+
Pk

j=1 ⌘jzij)(1 + e(⌘0+
Pk

j=1 ⌘jzij)), ↵t=(↵
0

, . . . ,↵
k

)
�t= (�

0

, . . . , �
k

), ⌘t= (⌘
0

, . . . , ⌘
k

) e zt
i

= (1, z
i1

, . . . , z
ik

).
Uma vez estimados os parâmetros do vetor ✓

0
= (↵, �, ⌘), uma

estimativa da função de sobrevivência, dada em (7.2), pode ser obtida.
Os valores dessa função são utilizados como escore final do modelo e, por-
tanto, os clientes podem ser ordenados segundo os seus riscos de crédito.

7.3 Aplicação

A metodologia apresentada neste caṕıtulo é ilustrada em uma
base composta por uma amostra de desenvolvimento desbalanceada de
200 mil clientes, na proporção de 99% bons e 1% maus pagadores, dos
dados do exemplo apresentado na Seção 1.2.1 cujas variáveis são apresen-
tadas na Tabela 1.1. Tais clientes iniciaram a utilização de um produto
de crédito durante vários meses, compreendendo portanto várias “safras”
de clientes, sendo que para 118,8 mil deles não foi observado problema
algum de pagamento do crédito, enquanto 1,2 mil clientes se tornaram
inadimplentes, formando a base total de clientes. A ocorrência ou não de
algum problema de crédito utilizada para a classificação dos clientes em
bons ou maus pagadores foi observada durante os 12 meses seguintes ao
ińıcio de sua contratação do produto, o qual correspondeu ao horizonte
de previsão do estudo.

O modelo de longa duração foi então ajustado, uma vez que ob-
servamos um número elevado de censuras nos maiores tempos de acom-
panhamento, permitindo assim, inferir numa posśıvel presença de clientes
“imunes” à inadimplência dentro do horizonte de previsão de 12 meses.
O modelo de longa duração é ajustado considerando a função de sobre-
vivência (7.2), com os parâmetros de escala µ, de forma � e a proporção
de clientes “não-imunes”p, dependentes de covariáveis.

A Tabela 9.1 apresenta os resultados obtidos nesta análise. Ob-
servamos que para esse conjunto de dados o parâmetro de forma, �, não
é influenciado pelas covariáveis (p-valor > 0.10) presentes no modelo, su-
gerindo assim que a suposição de riscos proporcionais é satisfeita. Com
relação aos outros dois parâmetros, parâmetro de escala, ↵, e proporção
de “nã o-imunes”,p, várias covariáveis são significativas.
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Tabela 9.1 - Modelo de longa duração.

Para medir o desempenho do modelo de longa duração constrúıdo
com base na amostra de desenvolvimento, 30 amostras de validação com
aproximadamente 200.000 clientes e na proporção da base total de clien-
tes, ou seja, 99% bons e 1% maus pagadores, foram obtidas e avaliadas
pela estat́ıstica de Kolmogorov-Smirnov (KS) medindo o quanto os esco-
res produzidos pelos modelos conseguiam separar as duas categorias de
clientes, sendo avaliado também a Capacidade de Acerto Total do Mo-
delo (CAT), a Capacidade de Acertos dos Maus e Bons clientes, (CAM)
e (CAB). A média da estat́ıstica KS foi igual a 33, 76, com um intervalo
de confiança igual a (32, 71; 33, 56); a CAT foi igual a 65, 62, com um
intervalo de confiança igual a (64, 32; 67, 18); a CAM foi igual a 67, 93,
com um intervalo de confiança igual a (64, 57; 69, 36) e a CAB foi igual
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a 66, 27, com um intervalo de confiança igual a (64, 53; 67, 91).
Os resultados são apresentados na Tabela 9.4, em que observamos

que o desempenhos dos dois modelos ajustados é muito semelhante para
os casos estudados, com as mesmas interpretações em relação ao risco de
crédito, sendo assim, as categorias consideradas das variáveis originais,
ou seja, dummies, trazem evidências de aumento ou diminuição do risco
de crédito coincidentes nas duas metodologias.

A utilização de modelos de longa-duração para dados de Credit
Scoring nos proporciona acomodar a presença de imunes à inadimplência,
o que condiz com a realidada encontrada geralmente nas bases de dados
de crédito. Entretanto, vários são os motivos que podem levar um cli-
ente à inadimplência. Dentre os quais, ocorrência de desemprego, esque-
cimento, fraude, entre outros. Inclusive essa informação pode não estar
dispońıvel, e nem mesmo a quantidade de posśıveis motivos. Neste con-
texto, modelo de longa-duração, que acomodam estas situações tem sido
propostos e podem ser considerados adaptações dos modelos desenvolvi-
dos por Perdona & Louzada-Neto (2011) e Louzada et al. (2011) entre
outros.
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